

    
      
          
            
  
欢迎来到 OpenCompass 中文教程！


OpenCompass 上手路线

为了用户能够快速上手，我们推荐以下流程：


	对于想要使用 OpenCompass 的用户，我们推荐先阅读 开始你的第一步 部分来设置环境，并启动一个迷你实验熟悉流程。


	对于一些基础使用，我们建议用户阅读 教程 。


	如果您想调整提示词（prompt），您可以浏览 提示词 。


	若您想进行更多模块的自定义，例如增加数据集和模型，我们提供了 进阶教程 。


	还有更多实用的工具，如提示词预览、飞书机器人上报等功能，我们同样提供了 工具 教程。




我们始终非常欢迎用户的 PRs 和 Issues 来完善 OpenCompass！


开始你的第一步


	安装

	数据集准备

	快速开始

	常见问题






教程


	整体概括

	学习配置文件

	配置数据集

	准备模型

	高效评测

	任务运行和监控

	评估指标

	结果展示

	主要数据集性能






提示词


	Prompt 概括

	Prompt 模板

	Meta Template

	Chain of Thought






进阶教程


	支持新数据集

	自定义数据集

	支持新模型

	评测 LMDeploy 模型

	评测 Lightllm 模型

	代码评测教程

	代码评测Docker教程

	提示词攻击

	长文本评测指引

	主观评测指引

	循环评测

	数据污染评估

	CompassBench 介绍

	大海捞针(Needle In A Haystack)实验评估






工具


	实用工具






其他说明


	为 OpenCompass 做贡献








索引与表格


	索引


	搜索页面







            

          

      

      

    

  

    
      
          
            
  
安装


	准备 OpenCompass 运行环境：





面向开源模型的GPU环境面向API模型测试的CPU环境
conda create --name opencompass python=3.10 pytorch torchvision pytorch-cuda -c nvidia -c pytorch -y
conda activate opencompass





如果你希望自定义 PyTorch 版本或相关的 CUDA 版本，请参考 官方文档 [https://pytorch.org/get-started/locally/] 准备 PyTorch 环境。需要注意的是，OpenCompass 要求 pytorch>=1.13。


conda create -n opencompass python=3.10 pytorch torchvision torchaudio cpuonly -c pytorch -y
conda activate opencompass
# 如果需要使用各个API模型，请 `pip install -r requirements/api.txt` 安装API模型的相关依赖





如果你希望自定义 PyTorch 版本，请参考 官方文档 [https://pytorch.org/get-started/locally/] 准备 PyTorch 环境。需要注意的是，OpenCompass 要求 pytorch>=1.13。





	安装 OpenCompass：

git clone https://github.com/open-compass/opencompass.git
cd opencompass
pip install -e .







	安装 humaneval（可选）：

如果你需要在 humaneval 数据集上评估模型代码能力，请执行此步骤，否则忽略这一步。


点击查看详细
git clone https://github.com/openai/human-eval.git
cd human-eval
pip install -r requirements.txt
pip install -e .
cd ..





请仔细阅读 human_eval/execution.py 第48-57行的注释，了解执行模型生成的代码可能存在的风险，如果接受这些风险，请取消第58行的注释，启用代码执行评测。




	安装 Llama（可选）：

如果你需要使用官方实现评测 Llama / Llama-2 / Llama-2-chat 模型，请执行此步骤，否则忽略这一步。


点击查看详细
git clone https://github.com/facebookresearch/llama.git
cd llama
pip install -r requirements.txt
pip install -e .
cd ..





你可以在 configs/models 下找到所有 Llama / Llama-2 / Llama-2-chat 模型的配置文件示例。(示例 [https://github.com/open-compass/opencompass/blob/eb4822a94d624a4e16db03adeb7a59bbd10c2012/configs/models/llama2_7b_chat.py])




	安装 alpaca-eval（可选）：

如果你需要使用官方alpaca-eval实现评测 alpaca-eval 数据集，请执行此步骤，否则忽略这一步。


点击查看详细
pip install alpaca-eval












数据集准备

OpenCompass 支持的数据集主要包括两个部分：


	Huggingface 数据集： Huggingface Dataset [https://huggingface.co/datasets] 提供了大量的数据集，这部分数据集运行时会自动下载。


	自建以及第三方数据集：OpenCompass 还提供了一些第三方数据集及自建中文数据集。运行以下命令手动下载解压。




在 OpenCompass 项目根目录下运行下面命令，将数据集准备至 ${OpenCompass}/data 目录下：

wget https://github.com/open-compass/opencompass/releases/download/0.2.2.rc1/OpenCompassData-core-20240207.zip
unzip OpenCompassData-core-20240207.zip





如果需要使用 OpenCompass 提供的更加完整的数据集 (~500M)，可以使用下述命令进行下载和解压：

wget https://github.com/open-compass/opencompass/releases/download/0.2.2.rc1/OpenCompassData-complete-20240207.zip
unzip OpenCompassData-complete-20240207.zip
cd ./data
find . -name "*.zip" -exec unzip "{}" \;





两个 .zip 中所含数据集列表如此处 [https://github.com/open-compass/opencompass/releases/tag/0.2.2.rc1]所示。

OpenCompass 已经支持了大多数常用于性能比较的数据集，具体支持的数据集列表请直接在 configs/datasets 下进行查找。

接下来，你可以阅读快速上手了解 OpenCompass 的基本用法。




            

          

      

      

    

  

    
      
          
            
  
快速开始

[image: image]


概览

在 OpenCompass 中评估一个模型通常包括以下几个阶段：配置 -> 推理 -> 评估 -> 可视化。

配置：这是整个工作流的起点。您需要配置整个评估过程，选择要评估的模型和数据集。此外，还可以选择评估策略、计算后端等，并定义显示结果的方式。

推理与评估：在这个阶段，OpenCompass 将会开始对模型和数据集进行并行推理和评估。推理阶段主要是让模型从数据集产生输出，而评估阶段则是衡量这些输出与标准答案的匹配程度。这两个过程会被拆分为多个同时运行的“任务”以提高效率，但请注意，如果计算资源有限，这种策略可能会使评测变得更慢。如果需要了解该问题及解决方案，可以参考 FAQ: 效率。

可视化：评估完成后，OpenCompass 将结果整理成易读的表格，并将其保存为 CSV 和 TXT 文件。你也可以激活飞书状态上报功能，此后可以在飞书客户端中及时获得评测状态报告。

接下来，我们将展示 OpenCompass 的基础用法，展示预训练模型 OPT-125M [https://huggingface.co/facebook/opt-125m] 和 OPT-350M [https://huggingface.co/facebook/opt-350m] 在 SIQA [https://huggingface.co/datasets/social_i_qa] 和 Winograd [https://huggingface.co/datasets/winograd_wsc] 基准任务上的评估。它们的配置文件可以在 configs/eval_demo.py [https://github.com/open-compass/opencompass/blob/main/configs/eval_demo.py] 中找到。

在运行此实验之前，请确保您已在本地安装了 OpenCompass。这个例子可以在一台 GTX-1660-6G GPU 下成功运行。
对于参数更大的模型，如 Llama-7B，请参考 configs 目录 [https://github.com/open-compass/opencompass/tree/main/configs] 中提供的其他示例。



配置评估任务

在 OpenCompass 中，每个评估任务由待评估的模型和数据集组成。评估的入口点是 run.py。用户可以通过命令行或配置文件选择要测试的模型和数据集。


命令行命令行（自定义 HF 模型）配置文件
用户可以使用 --models 和 --datasets 结合想测试的模型和数据集。

python run.py --models hf_opt_125m hf_opt_350m --datasets siqa_gen winograd_ppl





模型和数据集的配置文件预存于 configs/models 和 configs/datasets 中。用户可以使用 tools/list_configs.py 查看或过滤当前可用的模型和数据集配置。

# 列出所有配置
python tools/list_configs.py
# 列出与llama和mmlu相关的所有配置
python tools/list_configs.py llama mmlu







关于 list_configs






运行 python tools/list_configs.py llama mmlu 将产生如下输出：

+-----------------+-----------------------------------+
| Model           | Config Path                       |
|-----------------+-----------------------------------|
| hf_llama2_13b   | configs/models/hf_llama2_13b.py   |
| hf_llama2_70b   | configs/models/hf_llama2_70b.py   |
| ...             | ...                               |
+-----------------+-----------------------------------+
+-------------------+---------------------------------------------------+
| Dataset           | Config Path                                       |
|-------------------+---------------------------------------------------|
| cmmlu_gen         | configs/datasets/cmmlu/cmmlu_gen.py               |
| cmmlu_gen_ffe7c0  | configs/datasets/cmmlu/cmmlu_gen_ffe7c0.py        |
| ...               | ...                                               |
+-------------------+---------------------------------------------------+





用户可以使用第一列中的名称作为 python run.py 中 --models 和 --datasets 的输入参数。对于数据集，同一名称的不同后缀通常表示其提示或评估方法不同。





没有列出的模型？






如果您想评估其他模型，请查看 “命令行（自定义 HF 模型）”选项卡，了解无需配置文件自定义 HF 模型的方法，或 “配置文件”选项卡，了解准备模型配置的通用方法。




对于 HuggingFace 模型，用户可以通过命令行直接设置模型参数，无需额外的配置文件。例如，对于 facebook/opt-125m 模型，您可以使用以下命令进行评估：

python run.py --datasets siqa_gen winograd_ppl \
--hf-type base \
--hf-path facebook/opt-125m





请注意，通过这种方式，OpenCompass 一次只评估一个模型，而其他方式可以一次评估多个模型。


小心

--num-gpus 不代表实际用于评估的 GPU 数量，而是该模型所需的最少 GPU 数量。更多





更详细的示例






python run.py --datasets siqa_gen winograd_ppl \
--hf-type base \  # HuggingFace 模型类型, base 或 chat
--hf-path facebook/opt-125m \  # HuggingFace 模型路径
--tokenizer-path facebook/opt-125m \  # HuggingFace tokenizer 路径（如果与模型路径相同，可以省略）
--tokenizer-kwargs padding_side='left' truncation='left' trust_remote_code=True \  # 构建 tokenizer 的参数
--model-kwargs device_map='auto' \  # 构建模型的参数
--max-seq-len 2048 \  # 模型可以接受的最大序列长度
--max-out-len 100 \  # 生成的最大 token 数
--min-out-len 100 \  # 生成的最小 token 数
--batch-size 64  \  # 批量大小
--num-gpus 1  # 运行模型所需的 GPU 数量






参见

有关 run.py 支持的所有与 HuggingFace 相关的参数，请阅读 评测任务发起






除了通过命令行配置实验外，OpenCompass 还允许用户在配置文件中编写实验的完整配置，并通过 run.py 直接运行它。配置文件是以 Python 格式组织的，并且必须包括 datasets 和 models 字段。

本次测试配置在 configs/eval_demo.py [https://github.com/open-compass/opencompass/blob/main/configs/eval_demo.py] 中。此配置通过 继承机制 引入所需的数据集和模型配置，并以所需格式组合 datasets 和 models 字段。

from mmengine.config import read_base

with read_base():
    from .datasets.siqa.siqa_gen import siqa_datasets
    from .datasets.winograd.winograd_ppl import winograd_datasets
    from .models.opt.hf_opt_125m import opt125m
    from .models.opt.hf_opt_350m import opt350m

datasets = [*siqa_datasets, *winograd_datasets]
models = [opt125m, opt350m]





运行任务时，我们只需将配置文件的路径传递给 run.py：

python run.py configs/eval_demo.py







关于 models






OpenCompass 提供了一系列预定义的模型配置，位于 configs/models 下。以下是与 opt-350m [https://github.com/open-compass/opencompass/blob/main/configs/models/opt/hf_opt_350m.py]（configs/models/opt/hf_opt_350m.py）相关的配置片段：

# 使用 `HuggingFaceBaseModel` 评估由 HuggingFace 的 `AutoModelForCausalLM` 支持的模型
from opencompass.models import HuggingFaceBaseModel

models = [
    # OPT-350M
    dict(
        type=HuggingFaceBaseModel,
        # `HuggingFaceBaseModel` 的初始化参数
        path='facebook/opt-350m',
        # 下面是所有模型的共同参数，不特定于 HuggingFaceBaseModel
        abbr='opt-350m-hf',         # 模型的缩写
        max_out_len=1024,           # 生成的最大 token 数
        batch_size=32,              # 批量大小
        run_cfg=dict(num_gpus=1),   # 该模型所需的 GPU 数量
    )
]





使用配置时，我们可以通过命令行参数 --models 指定相关文件，或使用继承机制将模型配置导入到配置文件中的 models 列表中。


参见

有关模型配置的更多信息，请参见 准备模型。







关于 datasets






与模型类似，数据集的配置文件也提供在 configs/datasets 下。用户可以在命令行中使用 --datasets，或通过继承在配置文件中导入相关配置

下面是来自 configs/eval_demo.py 的与数据集相关的配置片段：

from mmengine.config import read_base  # 使用 mmengine.read_base() 读取基本配置

with read_base():
    # 直接从预设的数据集配置中读取所需的数据集配置
    from .datasets.winograd.winograd_ppl import winograd_datasets  # 读取 Winograd 配置，基于 PPL（困惑度）进行评估
    from .datasets.siqa.siqa_gen import siqa_datasets  # 读取 SIQA 配置，基于生成进行评估

datasets = [*siqa_datasets, *winograd_datasets]       # 最终的配置需要包含所需的评估数据集列表 'datasets'





数据集配置通常有两种类型：’ppl’ 和 ‘gen’，分别指示使用的评估方法。其中 ppl 表示辨别性评估，gen 表示生成性评估。

此外，configs/datasets/collections [https://github.com/open-compass/opencompass/blob/main/configs/datasets/collections] 收录了各种数据集集合，方便进行综合评估。OpenCompass 通常使用 base_medium.py [https://github.com/open-compass/opencompass/blob/main/configs/datasets/collections/base_medium.py] 进行全面的模型测试。要复制结果，只需导入该文件，例如：

python run.py --models hf_llama_7b --datasets base_medium






参见

您可以从 配置数据集 中找到更多信息。









警告

OpenCompass 通常假定运行环境网络是可用的。如果您遇到网络问题或希望在离线环境中运行 OpenCompass，请参阅 FAQ - 网络 - Q1 寻求解决方案。



接下来的部分将使用基于配置的方法作为示例来解释其他特征。



启动评估

由于 OpenCompass 默认并行启动评估过程，我们可以在第一次运行时以 --debug 模式启动评估，并检查是否存在问题。在 --debug 模式下，任务将按顺序执行，并实时打印输出。

python run.py configs/eval_demo.py -w outputs/demo --debug





预训练模型 ‘facebook/opt-350m’ 和 ‘facebook/opt-125m’ 将在首次运行期间从 HuggingFace 自动下载。
如果一切正常，您应该看到屏幕上显示 “Starting inference process”：

[2023-07-12 18:23:55,076] [opencompass.openicl.icl_inferencer.icl_gen_inferencer] [INFO] Starting inference process...





然后，您可以按 ctrl+c 中断程序，并以正常模式运行以下命令：

python run.py configs/eval_demo.py -w outputs/demo





在正常模式下，评估任务将在后台并行执行，其输出将被重定向到输出目录 outputs/demo/{TIMESTAMP}。前端的进度条只指示已完成任务的数量，而不考虑其成功或失败。任何后端任务失败都只会在终端触发警告消息。



run.py 中的更多参数






以下是与评估相关的一些参数，可以帮助您根据环境配置更有效的推理任务：


	-w outputs/demo：保存评估日志和结果的工作目录。在这种情况下，实验结果将保存到 outputs/demo/{TIMESTAMP}。


	-r：重用现有的推理结果，并跳过已完成的任务。如果后面跟随时间戳，将重用工作空间路径下该时间戳的结果；否则，将重用指定工作空间路径下的最新结果。


	--mode all：指定任务的特定阶段。


	all：（默认）执行完整评估，包括推理和评估。


	infer：在每个数据集上执行推理。


	eval：根据推理结果进行评估。


	viz：仅显示评估结果。






	--max-partition-size 40000：数据集分片大小。一些数据集可能很大，使用此参数可以将它们分成多个子任务以有效利用资源。但是，如果分片过细，由于模型加载时间较长，整体速度可能会变慢。


	--max-num-workers 32：并行任务的最大数量。在如 Slurm 之类的分布式环境中，此参数指定提交任务的最大数量。在本地环境中，它指定同时执行的任务的最大数量。请注意，实际的并行任务数量取决于可用的 GPU 资源，可能不等于这个数字。




如果您不是在本地机器上执行评估，而是使用 Slurm 集群，您可以指定以下参数：


	--slurm：在集群上使用 Slurm 提交任务。


	--partition(-p) my_part：Slurm 集群分区。


	--retry 2：失败任务的重试次数。





参见

入口还支持将任务提交到阿里巴巴深度学习中心（DLC），以及更多自定义评估策略。请参考 评测任务发起 了解详情。







可视化评估结果

评估完成后，评估结果表格将打印如下：

dataset    version    metric    mode      opt350m    opt125m
---------  ---------  --------  ------  ---------  ---------
siqa       e78df3     accuracy  gen         21.55      12.44
winograd   b6c7ed     accuracy  ppl         51.23      49.82





所有运行输出将定向到 outputs/demo/ 目录，结构如下：

outputs/default/
├── 20200220_120000
├── 20230220_183030     # 每个实验一个文件夹
│   ├── configs         # 用于记录的已转储的配置文件。如果在同一个实验文件夹中重新运行了不同的实验，可能会保留多个配置
│   ├── logs            # 推理和评估阶段的日志文件
│   │   ├── eval
│   │   └── infer
│   ├── predictions   # 每个任务的推理结果
│   ├── results       # 每个任务的评估结果
│   └── summary       # 单个实验的汇总评估结果
├── ...





打印评测结果的过程可被进一步定制化，用于输出一些数据集的平均分 (例如 MMLU, C-Eval 等)。

关于评测结果输出的更多介绍可阅读 结果展示。



更多教程

想要更多了解 OpenCompass, 可以点击下列链接学习。


	配置数据集


	准备模型


	任务运行和监控


	如何调Prompt


	结果展示


	学习配置文件








            

          

      

      

    

  

    
      
          
            
  
常见问题


通用


ppl 和 gen 有什么区别和联系？

ppl 是困惑度 (perplexity) 的缩写，是一种评价模型进行语言建模能力的指标。在 OpenCompass 的语境下，它一般指一种选择题的做法：给定一个上下文，模型需要从多个备选项中选择一个最合适的。此时，我们会将 n 个选项拼接上上下文后，形成 n 个序列，然后计算模型对这 n 个序列的 perplexity，我们认为其中 perplexity 最低的序列所对应的选项即为模型在这道题上面的推理结果，该种评测方法的后处理简单直接、确定性高。

gen 是生成 (generate) 的缩写。在 OpenCompass 的语境下，它指的是在给定上下文的情况下，模型往后续写的结果就是这道题目上的推理结果。一般来说，续写得到的字符串需要结合上比较重的后处理过程，才能进行可靠的答案提取，从而完成评测。

从使用上来说，基座模型的单项选择题和部分具有选择题性质的题目会使用 ppl，基座模型的不定项选择和非选择题都会使用 gen。而对话模型的所有题目都会使用 gen，因为许多商用 API 模型不会暴露 ppl 的接口。但也存在例外情况，例如我们希望基座模型输出解题思路过程时 (例如 Let’s think step by step)，我们同样会使用 gen，但总体的使用如下图所示：



	

	ppl

	gen





	基座模型

	仅 MCQ 任务

	MCQ 以外的其他任务



	对话模型

	无

	所有任务






与 ppl 高度类似地，条件对数概率 clp (conditional log probability) 是在给定上下文的情况下，计算下一个 token 的概率。它也仅适用于选择题，考察概率的范围仅限于备选项标号所对应的 token，取其中概率最高的 token 所对应的选项为模型的推理结果。与 ppl 相比，clp 的计算更加高效，仅需要推理一次，而 ppl 需要推理 n 次，但坏处是，clp 受制于 tokenizer，在例如选项前后有无空格符号时，tokenizer 编码的结果会有变化，导致测试结果不可靠。因此 OpenCompass 中很少使用 clp。



OpenCompass 如何控制 few shot 评测的 shot 数目？

在数据集配置文件中，有一个 retriever 的字段，该字段表示如何召回数据集中的样本作为上下文样例，其中最常用的是 FixKRetriever 表示固定使用某 k 个样本，因此即为 k-shot。另外还有 ZeroRetriever 表示不使用任何样本，这在大多数情况下意味着 0-shot。

另一方面，in context 的样本也可以直接在数据集的模板中指定，在该情况下亦会搭配使用 ZeroRetriever，但此时的评测并不是 0-shot，而需要根据具体的模板来进行确定。具体请看 prompt



OpenCompass 如何分配 GPU？

OpenCompass 使用称为 task (任务) 的单位处理评估请求。每个任务都是模型和数据集的独立组合。任务所需的 GPU 资源完全由正在评估的模型决定，具体取决于 num_gpus 参数。

在评估过程中，OpenCompass 部署多个工作器并行执行任务。这些工作器不断尝试获取 GPU 资源直到成功运行任务。因此，OpenCompass 始终努力充分利用所有可用的 GPU 资源。

例如，如果您在配备有 8 个 GPU 的本地机器上使用 OpenCompass，每个任务要求 4 个 GPU，那么默认情况下，OpenCompass 会使用所有 8 个 GPU 同时运行 2 个任务。但是，如果您将 --max-num-workers 设置为 1，那么一次只会处理一个任务，只使用 4 个 GPU。



为什么 HuggingFace 模型使用 GPU 的行为和我的预期不符？

这是一个比较复杂的问题，我们需要从供给和需求两侧来说明：

供给侧就是运行多少任务。任务是模型和数据集的组合，它首先取决于要测多少模型和多少数据集。另外由于 OpenCompass 会将一个较大的任务拆分成多个小任务，因此每个子任务有多少条数据 --max-partition-size 也会影响任务的数量。(--max-partition-size 与真实数据条目成正比，但并不是 1:1 的关系)。

需求侧就是有多少 worker 在运行。由于 OpenCompass 会同时实例化多个模型去进行推理，因此我们用 --num-gpus 来指定每个实例使用多少 GPU。注意 --num-gpus 是一个 HuggingFace 模型专用的参数，非 HuggingFace 模型设置该参数是不会起作用的。同时我们使用 --max-num-workers 去表示最多有多少个实例在运行。最后由于 GPU 显存、负载不充分等问题，OpenCompass 也支持在同一个 GPU 上运行多个实例，这个参数是 --max-num-workers-per-gpu。因此可以笼统地认为，我们总共会使用 --num-gpus * --max-num-workers / --max-num-workers-per-gpu 个 GPU。

综上，当任务运行较慢，GPU 负载不高的时候，我们首先需要检查供给是否充足，如果不充足，可以考虑调小 --max-partition-size 来将任务拆分地更细；其次需要检查需求是否充足，如果不充足，可以考虑增大 --max-num-workers 和 --max-num-workers-per-gpu。一般来说，我们会将 --num-gpus 设定为最小的满足需求的值，并不会再进行调整。



我如何控制 OpenCompass 占用的 GPU 数量？

目前，没有直接的方法来指定 OpenCompass 可以使用的 GPU 数量。但以下是一些间接策略：

如果在本地评估：
您可以通过设置 CUDA_VISIBLE_DEVICES 环境变量来限制 OpenCompass 的 GPU 访问。例如，使用 CUDA_VISIBLE_DEVICES=0,1,2,3 python run.py ... 只会向 OpenCompass 暴露前四个 GPU，确保它同时使用的 GPU 数量不超过这四个。

如果使用 Slurm 或 DLC：
尽管 OpenCompass 没有直接访问资源池，但您可以调整 --max-num-workers 参数以限制同时提交的评估任务数量。这将间接管理 OpenCompass 使用的 GPU 数量。例如，如果每个任务需要 4 个 GPU，您希望分配总共 8 个 GPU，那么应将 --max-num-workers 设置为 2。



找不到 libGL.so.1

opencv-python 依赖一些动态库，但环境中没有，最简单的解决办法是卸载 opencv-python 再安装 opencv-python-headless。

pip uninstall opencv-python
pip install opencv-python-headless





也可以根据报错提示安装对应的依赖库

sudo apt-get update
sudo apt-get install -y libgl1 libglib2.0-0








网络


运行报错：('Connection aborted.', ConnectionResetError(104, 'Connection reset by peer')) 或 urllib3.exceptions.MaxRetryError: HTTPSConnectionPool(host='cdn-lfs.huggingface.co', port=443)

由于 HuggingFace 的实现，OpenCompass 在首次加载某些数据集和模型时需要网络（尤其是与 HuggingFace 的连接）。此外，每次启动时都会连接到 HuggingFace。为了成功运行，您可以：


	通过指定环境变量 http_proxy 和 https_proxy，挂上代理；


	使用其他机器的缓存文件。首先在有 HuggingFace 访问权限的机器上运行实验，然后将缓存文件复制到离线的机器上。缓存文件默认位于 ~/.cache/huggingface/（文档 [https://huggingface.co/docs/datasets/cache#cache-directory]）。当缓存文件准备好时，您可以在离线模式下启动评估：

HF_DATASETS_OFFLINE=1 TRANSFORMERS_OFFLINE=1 HF_EVALUATE_OFFLINE=1 python run.py ...





这样，评估不再需要网络连接。但是，如果缓存中缺少任何数据集或模型的文件，仍然会引发错误。



	使用中国大陆内的镜像源，例如 hf-mirror [https://hf-mirror.com/]

HF_ENDPOINT=https://hf-mirror.com python run.py ...











我的服务器无法连接到互联网，我如何使用 OpenCompass？

如 网络-Q1 所述，使用其他机器的缓存文件。



在评估阶段报错 FileNotFoundError: Couldn't find a module script at opencompass/accuracy.py. Module 'accuracy' doesn't exist on the Hugging Face Hub either.

HuggingFace 试图将度量（例如 accuracy）作为在线模块加载，如果网络无法访问，它可能会失败。请参考 网络-Q1 以解决您的网络问题。

该问题在最新版 OpenCompass 中已经修复，因此也可以考虑使用最新版的 OpenCompass。




效率


为什么 OpenCompass 将每个评估请求分割成任务？

鉴于大量的评估时间和大量的数据集，对 LLM 模型进行全面的线性评估可能非常耗时。为了解决这个问题，OpenCompass 将评估请求分为多个独立的 “任务”。然后，这些任务被派发到各种 GPU 组或节点，实现全并行并最大化计算资源的效率。



任务分区是如何工作的？

OpenCompass 中的每个任务代表等待评估的特定模型和数据集部分的组合。OpenCompass 提供了各种任务分区策略，每种策略都针对不同的场景。在推理阶段，主要的分区方法旨在平衡任务大小或计算成本。这种成本是从数据集大小和推理类型中启发式地得出的。



为什么在 OpenCompass 上评估 LLM 模型需要更多时间？

任务数量与加载模型的时间之间存在权衡。例如，如果我们将评估模型与数据集的请求分成 100 个任务，模型将总共加载 100 次。当资源充足时，这 100 个任务可以并行执行，所以在模型加载上花费的额外时间可以忽略。但是，如果资源有限，这 100 个任务会更加串行地执行，重复的加载可能成为执行时间的瓶颈。

因此，如果用户发现任务数量远远超过可用的 GPU，我们建议将 --max-partition-size 设置为一个较大的值。




模型


如何使用本地已下好的 Huggingface 模型?

如果您已经提前下载好 Huggingface 的模型文件，请手动指定模型路径，并在--model-kwargs 和 --tokenizer-kwargs中添加 trust_remote_code=True. 示例如下

python run.py --datasets siqa_gen winograd_ppl \
--hf-path /path/to/model \  # HuggingFace 模型地址
--tokenizer-path /path/to/model \  # HuggingFace 模型地址
--model-kwargs device_map='auto' trust_remote_code=True \  # 构造 model 的参数
--tokenizer-kwargs padding_side='left' truncation='left' use_fast=False trust_remote_code=True \  # 构造 tokenizer 的参数
--max-out-len 100 \  # 模型能接受的最大序列长度
--max-seq-len 2048 \  # 最长生成 token 数
--batch-size 8 \  # 批次大小
--no-batch-padding \  # 不打开 batch padding，通过 for loop 推理，避免精度损失
--num-gpus 1  # 所需 gpu 数










            

          

      

      

    

  

    
      
          
            
  
整体概括


评测对象

本算法库的主要评测对象为语言大模型与多模态大模型。我们以语言大模型为例介绍评测的具体模型类型。


	基座模型：一般是经过海量的文本数据以自监督学习的方式进行训练获得的模型（如OpenAI的GPT-3，Meta的LLaMA），往往具有强大的文字续写能力。


	对话模型：一般是在的基座模型的基础上，经过指令微调或人类偏好对齐获得的模型（如OpenAI的ChatGPT、上海人工智能实验室的书生·浦语），能理解人类指令，具有较强的对话能力。






工具架构

[image: framework-cn]


	模型层：大模型评测所涉及的主要模型种类，OpenCompass以基座模型和对话模型作为重点评测对象。


	能力层：OpenCompass从本方案从通用能力和特色能力两个方面来进行评测维度设计。在模型通用能力方面，从语言、知识、理解、推理、安全等多个能力维度进行评测。在特色能力方面，从长文本、代码、工具、知识增强等维度进行评测。


	方法层：OpenCompass采用客观评测与主观评测两种评测方式。客观评测能便捷地评估模型在具有确定答案（如选择，填空，封闭式问答等）的任务上的能力，主观评测能评估用户对模型回复的真实满意度，OpenCompass采用基于模型辅助的主观评测和基于人类反馈的主观评测两种方式。


	工具层：OpenCompass提供丰富的功能支持自动化地开展大语言模型的高效评测。包括分布式评测技术，提示词工程，对接评测数据库，评测榜单发布，评测报告生成等诸多功能。






能力维度


设计思路

为准确、全面、系统化地评估大语言模型的能力，OpenCompass从通用人工智能的角度出发，结合学术界的前沿进展和工业界的最佳实践，提出一套面向实际应用的模型能力评价体系。OpenCompass能力维度体系涵盖通用能力和特色能力两大部分。



通用能力

通用能力涵盖学科综合能力、知识能力、语言能力、理解能力、推理能力、安全能力，共计六大维度构造立体全面的模型能力评价体系。


学科综合能力

该维度旨在从人类成长角度，借鉴教育学中的分类逻辑，从学科综合能力层面为模型能力评测提供维度支撑。本维度的核心思路是从义务教育、高等教育以及职业教育等角度，通过对各级学科进行分类，构建完整的学科能力评测方案。



知识能力

知识能力具体衡量模型对于各类知识的掌握情况，包括但不限于社会常识、专业领域知识等。该能力项希望模型能准确、完善的回答各类知识性问题。



推理能力

推理能力是通用人工智能的重要能力维度，该维度旨在系统性评估模型的推理能力，包括但不限于数学计算能力，逻辑推理能力，因果推断能力，代码生成与修改能力等。



理解能力

理解能力旨在评估模型对文字的理解能力，包括不限于：


	修辞手法理解与分析：理解文字中使用的各类修辞手法，能对相关修辞手法进行分析与解释。


	文字内容总结：针对给定内容进行内容总结和信息抽取。


	文字内容创作：围绕给定的主题或要求进行开放式或半开放式的内容创作。






语言能力

语言能力旨在评估模型在语言先验上的表现，该维度能力包括但不限于：


	字词理解与生成：从字词层面理解语言，并能完成诸如字词识别与分类，字词含义解释，字词生成等任务。


	语法理解与修改：理解文字中的语法，并能错误语法表达进行识别和修改。


	文字跨语言翻译：针对给定的源语言，翻译到目标语言。在多语种能力维度评估现有大模型的能力。






安全能力

OpenCompass结合大语言模型的技术特点，对模型输出是否合法合规、安全无害设计相应维度进行评测，助力安全、负责任的大模型研发。改维度能力包括但不限于：


	公平性


	合法性


	无害性


	伦理道德


	保护隐私








评测方法

OpenCompass采取客观评测与主观评测相结合的方法。针对具有确定性答案的能力维度和场景，通过构造丰富完善的评测集，对模型能力进行综合评价。针对体现模型能力的开放式或半开放式的问题、模型安全问题等，采用主客观相结合的评测方式。


客观评测

针对具有标准答案的客观问题，我们可以我们可以通过使用定量指标比较模型的输出与标准答案的差异，并根据结果衡量模型的性能。同时，由于大语言模型输出自由度较高，在评测阶段，我们需要对其输入和输出作一定的规范和设计，尽可能减少噪声输出在评测阶段的影响，才能对模型的能力有更加完整和客观的评价。

为了更好地激发出模型在题目测试领域的能力，并引导模型按照一定的模板输出答案，OpenCompass采用提示词工程 （prompt engineering）和语境学习（in-context learning）进行客观评测。

在客观评测的具体实践中，我们通常采用下列两种方式进行模型输出结果的评测：


	判别式评测：该评测方式基于将问题与候选答案组合在一起，计算模型在所有组合上的困惑度（perplexity），并选择困惑度最小的答案作为模型的最终输出。例如，若模型在 问题? 答案1 上的困惑度为 0.1，在 问题? 答案2 上的困惑度为 0.2，最终我们会选择 答案1 作为模型的输出。


	生成式评测：该评测方式主要用于生成类任务，如语言翻译、程序生成、逻辑分析题等。具体实践时，使用问题作为模型的原始输入，并留白答案区域待模型进行后续补全。我们通常还需要对其输出进行后处理，以保证输出满足数据集的要求。






主观评测(即将发布)

语言表达生动精彩，变化丰富，大量的场景和能力无法凭借客观指标进行评测。针对如模型安全和模型语言能力的评测，以人的主观感受为主的评测更能体现模型的真实能力，并更符合大模型的实际使用场景。

OpenCompass采取的主观评测方案是指借助受试者的主观判断对具有对话能力的大语言模型进行能力评测。在具体实践中，我们提前基于模型的能力维度构建主观测试问题集合，并将不同模型对于同一问题的不同回复展现给受试者，收集受试者基于主观感受的评分。由于主观测试成本高昂，本方案同时也采用使用性能优异的大语言模拟人类进行主观打分。在实际评测中，本文将采用真实人类专家的主观评测与基于模型打分的主观评测相结合的方式开展模型能力评估。

在具体开展主观评测时，OpenComapss采用单模型回复满意度统计和多模型满意度比较两种方式开展具体的评测工作。






            

          

      

      

    

  

    
      
          
            
  
学习配置文件

OpenCompass 使用 OpenMMLab 新式风格的配置文件。如果你之前熟悉 OpenMMLab 风格的配置文件，可以直接阅读
纯 Python 风格的配置文件（Beta） [https://mmengine.readthedocs.io/zh_CN/latest/advanced_tutorials/config.html#python-beta]
了解新式配置文件与原配置文件的区别。如果你之前没有接触过 OpenMMLab 风格的配置文件，
下面我将会用一个简单的例子来介绍配置文件的使用。请确保你安装了最新版本的 MMEngine，以支持新式风格的配置文件。


基本格式

OpenCompass 的配置文件都是 Python 格式的，遵从基本的 Python 语法，通过定义变量的形式指定每个配置项。
比如在定义模型时，我们使用如下配置：

# model_cfg.py
from opencompass.models import HuggingFaceCausalLM

models = [
    dict(
        type=HuggingFaceCausalLM,
        path='huggyllama/llama-7b',
        model_kwargs=dict(device_map='auto'),
        tokenizer_path='huggyllama/llama-7b',
        tokenizer_kwargs=dict(padding_side='left', truncation_side='left'),
        max_seq_len=2048,
        max_out_len=50,
        run_cfg=dict(num_gpus=8, num_procs=1),
    )
]





当读取配置文件时，使用 MMEngine 中的 Config.fromfile 进行解析。

>>> from mmengine.config import Config
>>> cfg = Config.fromfile('./model_cfg.py')
>>> print(cfg.models[0])
{'type': HuggingFaceCausalLM, 'path': 'huggyllama/llama-7b', 'model_kwargs': {'device_map': 'auto'}, ...}







继承机制

OpenCompass 的配置文件使用了 Python 的 import 机制进行配置文件的继承。需要注意的是，
我们需要在继承配置文件时使用 read_base 上下文管理器。

# inherit.py
from mmengine.config import read_base

with read_base():
    from .model_cfg import models  # model_cfg.py 中的 models 被继承到本配置文件





使用 Config.fromfile 解析配置文件：

>>> from mmengine.config import Config
>>> cfg = Config.fromfile('./inherit.py')
>>> print(cfg.models[0])
{'type': HuggingFaceCausalLM, 'path': 'huggyllama/llama-7b', 'model_kwargs': {'device_map': 'auto'}, ...}







评测配置文件示例

# configs/llama7b.py
from mmengine.config import read_base

with read_base():
    # 直接从预设数据集配置中读取需要的数据集配置
    from .datasets.piqa.piqa_ppl import piqa_datasets
    from .datasets.siqa.siqa_gen import siqa_datasets

# 将需要评测的数据集拼接成 datasets 字段
datasets = [*piqa_datasets, *siqa_datasets]

# 使用 HuggingFaceCausalLM 评测 HuggingFace 中 AutoModelForCausalLM 支持的模型
from opencompass.models import HuggingFaceCausalLM

models = [
    dict(
        type=HuggingFaceCausalLM,
        # 以下参数为 HuggingFaceCausalLM 的初始化参数
        path='huggyllama/llama-7b',
        tokenizer_path='huggyllama/llama-7b',
        tokenizer_kwargs=dict(padding_side='left', truncation_side='left'),
        max_seq_len=2048,
        # 以下参数为各类模型都必须设定的参数，非 HuggingFaceCausalLM 的初始化参数
        abbr='llama-7b',            # 模型简称，用于结果展示
        max_out_len=100,            # 最长生成 token 数
        batch_size=16,              # 批次大小
        run_cfg=dict(num_gpus=1),   # 运行配置，用于指定资源需求
    )
]







数据集配置文件示例

以上示例配置文件中，我们直接以继承的方式获取了数据集相关的配置。接下来，
我们会以 PIQA 数据集配置文件为示例，展示数据集配置文件中各个字段的含义。
如果你不打算修改模型测试的 prompt，或者添加新的数据集，则可以跳过这一节的介绍。

PIQA 数据集 配置文件 [https://github.com/open-compass/opencompass/blob/main/configs/datasets/piqa/piqa_ppl_1cf9f0.py]
如下，这是一个基于 PPL（困惑度）进行评测的配置，并且不使用上下文学习方法（In-Context Learning）。

from opencompass.openicl.icl_prompt_template import PromptTemplate
from opencompass.openicl.icl_retriever import ZeroRetriever
from opencompass.openicl.icl_inferencer import PPLInferencer
from opencompass.openicl.icl_evaluator import AccEvaluator
from opencompass.datasets import HFDataset

# 读取配置
# 加载后的数据集通常以字典形式组织样本，分别指定样本中用于组成 prompt 的输入字段，和作为答案的输出字段
piqa_reader_cfg = dict(
    input_columns=['goal', 'sol1', 'sol2'],
    output_column='label',
    test_split='validation',
)

# 推理配置
piqa_infer_cfg = dict(
    # Prompt 生成配置
    prompt_template=dict(
        type=PromptTemplate,
        # Prompt 模板，模板形式与后续指定的 inferencer 类型相匹配
        # 这里为了计算 PPL，需要指定每个答案对应的 Prompt 模板
        template={
            0: 'The following makes sense: \nQ: {goal}\nA: {sol1}\n',
            1: 'The following makes sense: \nQ: {goal}\nA: {sol2}\n'
        }),
    # 上下文样本配置，此处指定 `ZeroRetriever`，即不使用上下文样本
    retriever=dict(type=ZeroRetriever),
    # 推理方式配置
    #   - PPLInferencer 使用 PPL（困惑度）获取答案
    #   - GenInferencer 使用模型的生成结果获取答案
    inferencer=dict(type=PPLInferencer))

# 评估配置，使用 Accuracy 作为评估指标
piqa_eval_cfg = dict(evaluator=dict(type=AccEvaluator))

# 数据集配置，以上各个变量均为此配置的参数
# 为一个列表，用于指定一个数据集各个评测子集的配置。
piqa_datasets = [
    dict(
        type=HFDataset,
        path='piqa',
        reader_cfg=piqa_reader_cfg,
        infer_cfg=piqa_infer_cfg,
        eval_cfg=piqa_eval_cfg)
]





其中 Prompt 生成配置 的详细配置方式，可以参见 Prompt 模板。



进阶评测配置

在 OpenCompass 中，我们支持了任务划分器（Partitioner）、运行后端（Runner）等配置项，
用于更加灵活、高效的利用计算资源。

默认情况下，我们会使用基于样本数的方式对推理任务进行划分，你可以在启动任务时使用
--max-partition-size 指定进行任务划分的样本数阈值。同时，我们默认使用本地资源进行推理和评估任务，
如果你希望使用 Slurm 集群资源，可以在启动任务时使用 --slurm 参数和 --partition 参数指定 slurm 运行后端。

进一步地，如果以上功能无法满足你的任务划分和运行后端配置需求，你可以在配置文件中进行更详细的配置。
参见高效评测。





            

          

      

      

    

  

    
      
          
            
  
配置数据集

本节教程主要关注如何选择和配置所需要的数据集。请确保你已按照数据集准备中的步骤下载好数据集。


数据集配置文件目录结构

首先简单介绍一下 OpenCompass configs/datasets 目录下的结构，如下所示：

configs/datasets/
├── agieval
├── apps
├── ARC_c
├── ...
├── CLUE_afqmc  # 数据集
│   ├── CLUE_afqmc_gen_901306.py  # 不同版本数据集配置文件
│   ├── CLUE_afqmc_gen.py
│   ├── CLUE_afqmc_ppl_378c5b.py
│   ├── CLUE_afqmc_ppl_6507d7.py
│   ├── CLUE_afqmc_ppl_7b0c1e.py
│   └── CLUE_afqmc_ppl.py
├── ...
├── XLSum
├── Xsum
└── z_bench





在 configs/datasets 目录结构下，我们直接展平所有数据集，在各个数据集对应的文件夹下存在多个数据集配置。

数据集配置文件名由以下命名方式构成 {数据集名称}_{评测方式}_{prompt版本号}.py，以 CLUE_afqmc/CLUE_afqmc_gen_db509b.py 为例，该配置文件则为中文通用能力下的 CLUE_afqmc 数据集，对应的评测方式为 gen，即生成式评测，对应的prompt版本号为 db509b；同样的， CLUE_afqmc_ppl_00b348.py 指评测方式为ppl即判别式评测，prompt版本号为 00b348 。

除此之外，不带版本号的文件，例如： CLUE_afqmc_gen.py 则指向该评测方式最新的prompt配置文件，通常来说会是精度最高的prompt。



数据集选择

在各个数据集配置文件中，数据集将会被定义在 {}_datasets 变量当中，例如下面 CLUE_afqmc/CLUE_afqmc_gen_db509b.py 中的 afqmc_datasets。

afqmc_datasets = [
    dict(
        abbr="afqmc-dev",
        type=AFQMCDataset_V2,
        path="./data/CLUE/AFQMC/dev.json",
        reader_cfg=afqmc_reader_cfg,
        infer_cfg=afqmc_infer_cfg,
        eval_cfg=afqmc_eval_cfg,
    ),
]





以及 CLUE_cmnli/CLUE_cmnli_ppl_b78ad4.py 中的 cmnli_datasets。

cmnli_datasets = [
    dict(
        type=HFDataset,
        abbr='cmnli',
        path='json',
        split='train',
        data_files='./data/CLUE/cmnli/cmnli_public/dev.json',
        reader_cfg=cmnli_reader_cfg,
        infer_cfg=cmnli_infer_cfg,
        eval_cfg=cmnli_eval_cfg)
]





以上述两个数据集为例， 如果用户想同时评测这两个数据集，可以在 configs 目录下新建一个配置文件，我们使用  mmengine 配置中直接import的机制来构建数据集部分的参数，如下所示：

from mmengine.config import read_base

with read_base():
    from .datasets.CLUE_afqmc.CLUE_afqmc_gen_db509b import afqmc_datasets
    from .datasets.CLUE_cmnli.CLUE_cmnli_ppl_b78ad4 import cmnli_datasets

datasets = []
datasets += afqmc_datasets
datasets += cmnli_datasets





用户可以根据需要，选择不同能力不同数据集以及不同评测方式的配置文件来构建评测脚本中数据集的部分。

有关如何启动评测任务，以及如何评测自建数据集可以参考相关文档。





            

          

      

      

    

  

    
      
          
            
  
准备模型

要在 OpenCompass 中支持新模型的评测，有以下几种方式：


	基于 HuggingFace 的模型


	基于 API 的模型


	自定义模型





基于 HuggingFace 的模型

在 OpenCompass 中，我们支持直接从 Huggingface 的 AutoModel.from_pretrained 和
AutoModelForCausalLM.from_pretrained 接口构建评测模型。如果需要评测的模型符合 HuggingFace 模型通常的生成接口，
则不需要编写代码，直接在配置文件中指定相关配置即可。

如下，为一个示例的 HuggingFace 模型配置文件：

# 使用 `HuggingFace` 评测 HuggingFace 中 AutoModel 支持的模型
# 使用 `HuggingFaceCausalLM` 评测 HuggingFace 中 AutoModelForCausalLM 支持的模型
from opencompass.models import HuggingFaceCausalLM

models = [
    dict(
        type=HuggingFaceCausalLM,
        # 以下参数为 `HuggingFaceCausalLM` 的初始化参数
        path='huggyllama/llama-7b',
        tokenizer_path='huggyllama/llama-7b',
        tokenizer_kwargs=dict(padding_side='left', truncation_side='left'),
        max_seq_len=2048,
        batch_padding=False,
        # 以下参数为各类模型都有的参数，非 `HuggingFaceCausalLM` 的初始化参数
        abbr='llama-7b',            # 模型简称，用于结果展示
        max_out_len=100,            # 最长生成 token 数
        batch_size=16,              # 批次大小
        run_cfg=dict(num_gpus=1),   # 运行配置，用于指定资源需求
    )
]





对以上一些参数的说明：


	batch_padding=False：如为 False，会对一个批次的样本进行逐一推理；如为 True，则会对一个批次的样本进行填充，
组成一个 batch 进行推理。对于部分模型，这样的填充可能导致意料之外的结果；如果评测的模型支持样本填充，
则可以将该参数设为 True，以加速推理。


	padding_side='left'：在左侧进行填充，因为不是所有模型都支持填充，在右侧进行填充可能会干扰模型的输出。


	truncation_side='left'：在左侧进行截断，评测输入的 prompt 通常包括上下文样本 prompt 和输入 prompt 两部分，
如果截断右侧的输入 prompt，可能导致生成模型的输入和预期格式不符，因此如有必要，应对左侧进行截断。




在评测时，OpenCompass 会使用配置文件中的 type 与各个初始化参数实例化用于评测的模型，
其他参数则用于推理及总结等过程中，与模型相关的配置。例如上述配置文件，我们会在评测时进行如下实例化过程：

model = HuggingFaceCausalLM(
    path='huggyllama/llama-7b',
    tokenizer_path='huggyllama/llama-7b',
    tokenizer_kwargs=dict(padding_side='left', truncation_side='left'),
    max_seq_len=2048,
)







基于 API 的模型

OpenCompass 目前支持以下基于 API 的模型推理：


	OpenAI（opencompass.models.OpenAI）


	ChatGLM@智谱清言 (opencompass.models.ZhiPuAI)


	ABAB-Chat@MiniMax (opencompass.models.MiniMax)


	XunFei@科大讯飞 (opencompass.models.XunFei)




以下，我们以 OpenAI 的配置文件为例，模型如何在配置文件中使用基于 API 的模型。

from opencompass.models import OpenAI

models = [
    dict(
        type=OpenAI,                             # 使用 OpenAI 模型
        # 以下为 `OpenAI` 初始化参数
        path='gpt-4',                            # 指定模型类型
        key='YOUR_OPENAI_KEY',                   # OpenAI API Key
        max_seq_len=2048,                        # 最大输入长度
        # 以下参数为各类模型都有的参数，非 `OpenAI` 的初始化参数
        abbr='GPT-4',                            # 模型简称
        run_cfg=dict(num_gpus=0),                # 资源需求（不需要 GPU）
        max_out_len=512,                         # 最长生成长度
        batch_size=1,                            # 批次大小
    ),
]





我们也提供了API模型的评测示例，请参考

configs
├── eval_zhipu.py
├── eval_xunfei.py
└── eval_minimax.py







自定义模型

如果以上方式无法支持你的模型评测需求，请参考 支持新模型 在 OpenCompass 中增添新的模型支持。





            

          

      

      

    

  

    
      
          
            
  
高效评测

OpenCompass 支持自定义评测任务的任务划分器（Partitioner），实现评测任务的灵活切分；同时配合 Runner 控制任务执行的平台，如本机及集群。通过二者的组合，OpenCompass 可以将大评测任务分割到大量计算节点上运行，高效利用计算资源，从而大大加速评测流程。

默认情况下，OpenCompass 向用户隐藏了这些细节，并自动选择推荐的执行策略。但是，用户仍然可以根据自己需求定制其策略，只需向配置文件中添加 infer 和/或 eval 字段即可：

from opencompass.partitioners import SizePartitioner, NaivePartitioner
from opencompass.runners import SlurmRunner
from opencompass.tasks import OpenICLInferTask, OpenICLEvalTask

infer = dict(
    partitioner=dict(type=SizePartitioner, max_task_size=5000),
    runner=dict(
        type=SlurmRunner,
        max_num_workers=64,
        task=dict(type=OpenICLInferTask),
        retry=5),
)

eval = dict(
    partitioner=dict(type=NaivePartitioner),
    runner=dict(
        type=LocalRunner,
        max_num_workers=32,
        task=dict(type=OpenICLEvalTask)),
)





上面的例子演示了如何为推理和评估阶段配置执行策略。在推理阶段，任务将被划分成若干个子任务，每个子任务包含5000个样本，然后提交到 Slurm 集群进行执行，其中最多有64个任务并行运行。在评估阶段，每个单一的模型-数据集对形成一个任务，并在本地启动32个进程来计算指标。

以下章节将详细介绍里面涉及的模块。


任务划分 (Partitioner)

由于大语言模型的推理耗时长，评测的数据集量大，因此串行运行一次评测任务的时间开销往往很大。
OpenCompass 支持通过自定义评测任务的任务划分器（Partitioner），将大评测任务按不同策略划分为众多独立的小任务，通过并行运行充分利用计算资源。用户可以通过 infer.partitioner 及 eval.partitioner 配置推理和评测阶段的任务划分策略。下面，我们将会介绍 OpenCompass 中支持的所有划分策略。


NaivePartitioner

该划分器会将每个模型和数据集的组合作为一个独立任务派发，为最基础的划分策略，并无任何额外参数。

from opencompass.partitioners import NaivePartitioner

infer = dict(
    partitioner=dict(type=NaivePartitioner)
    # ...
)







SizePartitioner


警告

该划分器目前不适用于评测阶段的任务（OpenICLEvalTask）。



该划分器会根据数据集的大小，乘上一个扩张系数，估算该数据集的推理成本（耗时）。然后会通过切分大数据集、合并小数据集的方式创建任务，尽可能保证各个子任务推理成本均等。

该划分器常用的参数如下：

from opencompass.partitioners import SizePartitioner

infer = dict(
    partitioner=dict(
        type=SizePartitioner,
        max_task_size: int = 2000,  # 单个任务的最大长度
        gen_task_coef: int = 20,  # 生成式任务的扩张系数
    ),
    # ...
)





SizePartitioner 在估算数据集推理成本时, 会根据推理任务的类型，选择不同的扩张系数。对于生成式任务，如使用 GenInferencer 的任务，会设置成比较大的 gen_task_coef；对于判别式任务，如使用 PPLInferencer 的任务，则会设置成 prompt 中 label 的数量。


备注

目前这种分割策略实现仍然比较粗糙，并未能准确反映生成式任务与判别式任务的计算量差距。我们也期待社区能提出更好的划分策略 ：）






运行后端 (Runner)

在多卡多机的集群环境下，我们若想实现多个任务的并行执行，通常需要依赖集群管理系统（如 Slurm）对任务进行分配和调度。OpenCompass 中，任务的分配和运行统一交由 Runner 负责。目前已经支持了 Slurm 和 PAI-DLC 两种调度后端，同时也保留了在本机直接启动任务的 LocalRunner。


LocalRunner

LocalRunner 为最基本的运行器，可以将任务在本机并行运行。

from opencompass.runners import LocalRunner
from opencompass.tasks import OpenICLInferTask

infer = dict(
    # ...
    runner=dict(
        type=LocalRunner,
        max_num_workers=16,  # 最大并行运行进程数
        task=dict(type=OpenICLEvalTask),  # 待运行的任务
    )
)






备注

实际的运行任务数受到可用 GPU 资源和 max_num_workers 的限制。





SlurmRunner

SlurmRunner 会将任务提交到 Slurm 集群上运行。常用的配置字段如下：

from opencompass.runners import SlurmRunner
from opencompass.tasks import OpenICLInferTask

infer = dict(
    # ...
    runner=dict(
        type=SlurmRunner,
        task=dict(type=OpenICLEvalTask),  # 待运行任务
        max_num_workers=16,  # 最大同时评测任务数
        retry=2,  # 任务失败的重试次数，可以避免意外发生的错误
    ),
)







DLCRunner

DLCRunner 则可以将任务提交到 Alibaba Deep Learning Ceneter (DLC) 运行，该 Runner 依赖于 dlc。首先，先在环境内准备好 dlc：

cd ~
wget https://dlc-cli.oss-cn-zhangjiakou.aliyuncs.com/light/binary/linux/amd64/dlc
chmod +x ./dlc
sudo ln -rs dlc /usr/local/bin
./dlc config





根据提示填入相应信息，并得到 dlc 的配置文件（如 /user/.dlc/config），即完成了前期准备。之后，我们在配置文件按照格式指定 DLCRunner 的配置：

from opencompass.runners import DLCRunner
from opencompass.tasks import OpenICLInferTask

infer = dict(
    # ...
    runner=dict(
        type=DLCRunner,
        task=dict(type=OpenICLEvalTask),  # 待运行任务
        max_num_workers=16,  # 最大同时评测任务数
        aliyun_cfg=dict(
            bashrc_path="/user/.bashrc",  # 用于初始化运行环境的 bashrc 路径
            conda_env_name='opencompass',  # OpenCompass 的 conda 环境
            dlc_config_path="/user/.dlc/config",  # dlc 配置文件
            workspace_id='ws-xxx',  # DLC 工作空间 ID
            worker_image='xxx',  # 运行任务的 image url
        ),
        retry=2,  # 任务失败的重试次数，可以避免意外发生的错误
    ),
)









任务 (Task)

任务（Task）是 OpenCompass 中的一个基础模块，本身是一个独立的脚本，用于执行计算密集的操作。每个任务都通过配置文件确定参数设置，且可以通过两种不同的方式执行：


	实例化一个任务对象，然后调用 task.run() 方法。


	调用 get_command 方法，并传入配置路径和包含 {task_cmd} 占位符的命令模板字符串（例如 srun {task_cmd}）。返回的命令字符串将是完整的命令，可以直接执行。




目前，OpenCompass 支持以下任务类型：


	OpenICLInferTask：基于 OpenICL 框架执行语言模型（LM）推断任务。


	OpenICLEvalTask：基于 OpenEval 框架执行语言模型（LM）评估任务。




未来，OpenCompass 将支持更多类型的任务。





            

          

      

      

    

  

    
      
          
            
  
任务运行和监控


评测任务发起

评测任务的程序入口为 run.py，使用方法如下：

python run.py $EXP {--slurm | --dlc | None} [-p PARTITION] [-q QUOTATYPE] [--debug] [-m MODE] [-r [REUSE]] [-w WORKDIR] [-l] [--dry-run] [--dump-eval-details]





任务配置 ($EXP)：


	run.py 允许接受一个 .py 配置文件作为任务相关参数，里面需要包含 datasets 和 models 字段。

python run.py configs/eval_demo.py







	如果不传入配置文件，用户也可以通过 --models MODEL1 MODEL2 ... 和 --datasets DATASET1 DATASET2 ... 来指定模型和数据集:

python run.py --models hf_opt_350m hf_opt_125m --datasets siqa_gen winograd_ppl







	对于 HuggingFace 相关模型，用户也可以通过 HuggingFace 参数快速在命令行中定义一个模型，再通过 --datasets DATASET1 DATASET2 ... 定义数据集。

python run.py --datasets siqa_gen winograd_ppl \
--hf-path huggyllama/llama-7b \  # HuggingFace 模型地址
--model-kwargs device_map='auto' \  # 构造 model 的参数
--tokenizer-kwargs padding_side='left' truncation='left' use_fast=False \  # 构造 tokenizer 的参数
--max-out-len 100 \  # 模型能接受的最大序列长度
--max-seq-len 2048 \  # 最长生成 token 数
--batch-size 8 \  # 批次大小
--no-batch-padding \  # 不打开 batch padding，通过 for loop 推理，避免精度损失
--num-gpus 1  # 所需 gpu 数





HuggingFace 全量参数介绍如下：


	--hf-path:  HuggingFace 模型地址


	--peft-path: PEFT 模型地址


	--tokenizer-path: HuggingFace tokenizer 地址（如与模型地址相同，可省略）


	--model-kwargs: 构造 model 的参数


	--tokenizer-kwargs: 构造 tokenizer 的参数


	--max-out-len: 最长生成 token 数


	--max-seq-len: 模型能接受的最大序列长度


	--no-batch-padding: 不打开 batch padding，通过 for loop 推理，避免精度损失


	--batch-size: 批次大小


	--num-gpus: 运行模型所需的gpu数








启动方式：


	本地机器运行: run.py $EXP。


	srun运行: run.py $EXP --slurm -p $PARTITION_name。


	dlc运行： run.py $EXP --dlc --aliyun-cfg $AliYun_Cfg


	定制化启动: run.py $EXP。这里 $EXP 为配置文件，且里面包含 eval 和 infer 字段，详细配置请参考 高效评测。




参数解释如下：


	-p: 指定 slurm 分区；


	-q: 指定 slurm quotatype（默认为 None），可选 reserved, auto, spot。该参数可能仅适用于部分 slurm 的变体；


	--debug: 开启时，推理和评测任务会以单进程模式运行，且输出会实时回显，便于调试；


	-m: 运行模式，默认为 all。可以指定为 infer 则仅运行推理，获得输出结果；如果在 {WORKDIR} 中已经有模型输出，则指定为 eval 仅运行评测，获得评测结果；如果在 results/ 中已有单项评测结果，则指定为 viz 仅运行可视化；指定为 all 则同时运行推理和评测。


	-r: 重用已有的推理结果。如果后面跟有时间戳，则会复用工作路径下该时间戳的结果；否则则复用指定工作路径下的最新结果。


	-w: 指定工作路径，默认为 ./outputs/default


	-l: 打开飞书机器人状态上报。


	--dry-run: 开启时，推理和评测任务仅会分发但不会真正运行，便于调试；


	--dump-eval-details: 开启时，results 下的评测结果中将会包含更加详细的评测结果信息，例如每条样本是否正确等。




以运行模式 -m all 为例，整体运行流如下：


	读取配置文件，解析出模型、数据集、评估器等配置信息


	评测任务主要分为推理 infer、评测 eval 和可视化 viz 三个阶段，其中推理和评测经过 Partitioner 进行任务切分后，交由 Runner 负责并行执行。单个推理和评测任务则被抽象成 OpenICLInferTask 和 OpenICLEvalTask。


	两阶段分别结束后，可视化阶段会读取 results/ 中的评测结果，生成可视化报告。






任务监控：飞书机器人

用户可以通过配置飞书机器人，实现任务状态的实时监控。飞书机器人的设置文档请参考这里 [https://open.feishu.cn/document/ukTMukTMukTM/ucTM5YjL3ETO24yNxkjN?lang=zh-CN#7a28964d]。

配置方式:


	打开 configs/lark.py 文件，并在文件中加入以下行：

lark_bot_url = 'YOUR_WEBHOOK_URL'





通常， Webhook URL 格式如 https://open.feishu.cn/open-apis/bot/v2/hook/xxxxxxxxxxxxxxxxx 。



	在完整的评测配置中继承该文件：

  from mmengine.config import read_base

  with read_base():
      from .lark import lark_bot_url








	为了避免机器人频繁发消息形成骚扰，默认运行时状态不会自动上报。有需要时，可以通过 -l 或 --lark 启动状态上报：

python run.py configs/eval_demo.py -p {PARTITION} -l











运行结果

所有运行结果会默认放在outputs/default/目录下，目录结构如下所示：

outputs/default/
├── 20200220_120000
├── ...
├── 20230220_183030
│   ├── configs
│   ├── logs
│   │   ├── eval
│   │   └── infer
│   ├── predictions
│   │   └── MODEL1
│   └── results
│       └── MODEL1





其中，每一个时间戳中存在以下内容：


	configs 文件夹，用于存放以这个时间戳为输出目录的每次运行对应的配置文件；


	logs 文件夹，用于存放推理和评测两个阶段的输出日志文件，各个文件夹内会以模型为子文件夹存放日志；


	predicitions 文件夹，用于存放推理 json 结果，以模型为子文件夹；


	results 文件夹，用于存放评测 json 结果，以模型为子文件夹




另外，所有指定-r 但是没有指定对应时间戳将会按照排序选择最新的文件夹作为输出目录。



Summerizer介绍 （待更新）





            

          

      

      

    

  

    
      
          
            
  
评估指标

在评测阶段，我们一般以数据集本身的特性来选取对应的评估策略，最主要的依据为标准答案的类型，一般以下几种类型：


	选项：常见于分类任务，判断题以及选择题，目前这类问题的数据集占比最大，有 MMLU, CEval 数据集等等，评估标准一般使用准确率–ACCEvaluator。


	短语：常见于问答以及阅读理解任务，这类数据集主要包括 CLUE_CMRC, CLUE_DRCD, DROP 数据集等等，评估标准一般使用匹配率–EMEvaluator。


	句子：常见于翻译以及生成伪代码、命令行任务中，主要包括 Flores, Summscreen, Govrepcrs, Iwdlt2017 数据集等等，评估标准一般使用 BLEU(Bilingual Evaluation Understudy)–BleuEvaluator。


	段落：常见于文本摘要生成的任务，常用的数据集主要包括 Lcsts, TruthfulQA, Xsum 数据集等等，评估标准一般使用 ROUGE（Recall-Oriented Understudy for Gisting Evaluation）–RougeEvaluator。


	代码：常见于代码生成的任务，常用的数据集主要包括 Humaneval，MBPP 数据集等等，评估标准一般使用执行通过率以及 pass@k，目前 Opencompass 支持的有MBPPEvaluator、HumanEvaluator。




还有一类打分类型评测任务没有标准答案，比如评判一个模型的输出是否存在有毒，可以直接使用相关 API 服务进行打分，目前支持的有 ToxicEvaluator，目前有 realtoxicityprompts 数据集使用此评测方式。


已支持评估指标

目前 OpenCompass 中，常用的 Evaluator 主要放在 opencompass/openicl/icl_evaluator [https://github.com/open-compass/opencompass/tree/main/opencompass/openicl/icl_evaluator]文件夹下， 还有部分数据集特有指标的放在 opencompass/datasets [https://github.com/open-compass/opencompass/tree/main/opencompass/datasets] 的部分文件中。以下是汇总：



	评估指标

	评估策略

	常用后处理方式

	数据集





	ACCEvaluator

	正确率

	first_capital_postprocess

	agieval, ARC, bbh, mmlu, ceval, commonsenseqa, crowspairs, hellaswag



	EMEvaluator

	匹配率

	None, dataset_specification

	drop, CLUE_CMRC, CLUE_DRCD



	BleuEvaluator

	BLEU

	None, flores

	flores, iwslt2017, summscreen, govrepcrs



	RougeEvaluator

	ROUGE

	None, dataset_specification

	truthfulqa, Xsum, XLSum



	JiebaRougeEvaluator

	ROUGE

	None, dataset_specification

	lcsts



	HumanEvaluator

	pass@k

	humaneval_postprocess

	humaneval_postprocess



	MBPPEvaluator

	执行通过率

	None

	mbpp



	ToxicEvaluator

	PerspectiveAPI

	None

	realtoxicityprompts



	AGIEvalEvaluator

	正确率

	None

	agieval



	AUCROCEvaluator

	AUC-ROC

	None

	jigsawmultilingual, civilcomments



	MATHEvaluator

	正确率

	math_postprocess

	math



	MccEvaluator

	Matthews Correlation

	None

	–



	SquadEvaluator

	F1-scores

	None

	–








如何配置

评估标准配置一般放在数据集配置文件中，最终的 xxdataset_eval_cfg 会传给 dataset.infer_cfg 作为实例化的一个参数。

下面是 govrepcrs_eval_cfg 的定义， 具体可查看 configs/datasets/govrepcrs [https://github.com/open-compass/opencompass/tree/main/configs/datasets/govrepcrs]。

from opencompass.openicl.icl_evaluator import BleuEvaluator
from opencompass.datasets import GovRepcrsDataset
from opencompass.utils.text_postprocessors import general_cn_postprocess

govrepcrs_reader_cfg = dict(.......)
govrepcrs_infer_cfg = dict(.......)

# 评估指标的配置
govrepcrs_eval_cfg = dict(
    evaluator=dict(type=BleuEvaluator),            # 使用常用翻译的评估器BleuEvaluator
    pred_role='BOT',                               # 接受'BOT' 角色的输出
    pred_postprocessor=dict(type=general_cn_postprocess),      # 预测结果的后处理
    dataset_postprocessor=dict(type=general_cn_postprocess))   # 数据集标准答案的后处理

govrepcrs_datasets = [
    dict(
        type=GovRepcrsDataset,                 # 数据集类名
        path='./data/govrep/',                 # 数据集路径
        abbr='GovRepcrs',                      # 数据集别名
        reader_cfg=govrepcrs_reader_cfg,       # 数据集读取配置文件，配置其读取的split，列等
        infer_cfg=govrepcrs_infer_cfg,         # 数据集推理的配置文件，主要 prompt 相关
        eval_cfg=govrepcrs_eval_cfg)           # 数据集结果的评估配置文件，评估标准以及前后处理。
]









            

          

      

      

    

  

    
      
          
            
  
结果展示

在评测完成后，评测的结果需要被打印到屏幕或者被保存下来，该过程是由 summarizer 控制的。


备注

如果 summarizer 出现在了 config 中，则评测结果输出会按照下述逻辑进行。
如果 summarizer 没有出现在 config 中，则评测结果会按照 dataset 中出现的顺序进行输出。




样例

一个典型的 summerizer 配置文件如下：

summarizer = dict(
    dataset_abbrs = [
        'race',
        'race-high',
        'race-middle',
    ],
    summary_groups=[
        {'name': 'race', 'subsets': ['race-high', 'race-middle']},
    ]
)





其输出结果如下：

dataset      version    metric         mode      internlm-7b-hf
-----------  ---------  -------------  ------  ----------------
race         -          naive_average  ppl                76.23
race-high    0c332f     accuracy       ppl                74.53
race-middle  0c332f     accuracy       ppl                77.92





summarizer 会以 config 中的 models, datasets 为全集，去尝试读取 {work_dir}/results/ 路径下的评测分数，并按照 summarizer.dataset_abbrs 列表的顺序进行展示。另外，summarizer 会尝试通过 summarizer.summary_groups 来进行一些汇总指标的计算。当且仅当 subsets 中的值都存在时，对应的 name 指标才会生成，这也就是说，若有部分数字缺失，则这个汇总指标也是会缺失的。若分数无法通过上述两种方式被获取到，则 summarizer 会在表格中对应项处使用 - 进行表示。

此外，输出结果是有多列的：


	dataset 列与 summarizer.dataset_abbrs 配置一一对应


	version 列是这个数据集的 hash 值，该 hash 值会考虑该数据集模板的评测方式、提示词、输出长度限制等信息。用户可通过该列信息确认两份评测结果是否可比


	metric 列是指这个指标的评测方式，具体说明见 metrics


	mode 列是指这个推理结果的获取方式，可能的值有 ppl / gen。对于 summarizer.summary_groups 的项，若被 subsets 的获取方式都一致，则其值也跟 subsets 一致，否则即为 mixed


	其后若干列，一列代表一个模型






完整字段说明

summarizer 字段说明如下


	dataset_abbrs: (list，可选) 展示列表项。若该项省略，则会输出全部评测结果。


	summary_groups: (list，可选) 汇总指标配置。




summary_groups 中的字段说明如下：


	name: (str) 汇总指标的名称。


	subsets: (list) 被汇总指标的名称。注意它不止可以是原始的 dataset_abbr，也可以是另一个汇总指标的名称。


	weights: (list，可选) 被汇总指标的权重。若该项省略，则默认使用不加权的求平均方法。




注意，我们在 configs/summarizers/groups 路径下存放了 MMLU, C-Eval 等数据集的评测结果汇总，建议优先考虑使用。





            

          

      

      

    

  

    
      
          
            
  
主要数据集性能

我们选择部分用于评估大型语言模型（LLMs）的知名基准，并提供了主要的LLMs在这些数据集上的详细性能结果。



	Model

	Version

	Metric

	Mode

	GPT-4-1106

	GPT-4-0409

	Claude-3-Opus

	Llama-3-70b-Instruct(lmdeploy)

	Mixtral-8x22B-Instruct-v0.1





	MMLU

	-

	naive_average

	gen

	83.6

	84.2

	84.6

	80.5

	77.2



	CMMLU

	-

	naive_average

	gen

	71.9

	72.4

	74.2

	70.1

	59.7



	CEval-Test

	-

	naive_average

	gen

	69.7

	70.5

	71.7

	66.9

	58.7



	GaokaoBench

	-

	weighted_average

	gen

	74.8

	76.0

	74.2

	67.8

	60.0



	Triviaqa_wiki(1shot)

	01cf41

	score

	gen

	73.1

	82.9

	82.4

	89.8

	89.7



	NQ_open(1shot)

	eaf81e

	score

	gen

	27.9

	30.4

	39.4

	40.1

	46.8



	Race-High

	9a54b6

	accuracy

	gen

	89.3

	89.6

	90.8

	89.4

	84.8



	WinoGrande

	6447e6

	accuracy

	gen

	80.7

	83.3

	84.1

	69.7

	76.6



	HellaSwag

	e42710

	accuracy

	gen

	92.7

	93.5

	94.6

	87.7

	86.1



	BBH

	-

	naive_average

	gen

	82.7

	78.5

	78.5

	80.5

	79.1



	GSM-8K

	1d7fe4

	accuracy

	gen

	80.5

	79.7

	87.7

	90.2

	88.3



	Math

	393424

	accuracy

	gen

	61.9

	71.2

	60.2

	47.1

	50



	TheoremQA

	ef26ca

	accuracy

	gen

	28.4

	23.3

	29.6

	25.4

	13



	HumanEval

	8e312c

	humaneval_pass@1

	gen

	74.4

	82.3

	76.2

	72.6

	72.0



	MBPP(sanitized)

	1e1056

	score

	gen

	78.6

	77.0

	76.7

	71.6

	68.9



	GPQA_diamond

	4baadb

	accuracy

	gen

	40.4

	48.5

	46.5

	38.9

	36.4



	IFEval

	3321a3

	Prompt-level-strict-accuracy

	gen

	71.9

	79.9

	80.0

	77.1

	65.8









            

          

      

      

    

  

    
      
          
            
  
Prompt 概括

提示词 (prompt) 是 LLM 的输入，用于让 LLM 往后续写内容或计算困惑度 (ppl)，提示词的选取会对被评测模型的精度产生重大影响。如何将数据集转换为一系列的提示词的过程是由模板 (template) 来定义的。

在 OpenCompass 中，我们将 template 拆分为两部分：数据侧的 template 和模型侧的 template。在测评模型时，数据会先后经过数据和模型侧的 template，最终转化为模型所需的输入。

数据侧的 template 被称为 prompt_template，它表示了把数据集的字段转化成提示词的过程。

模型侧的 template 被称为 meta_template，它表示了模型将这些提示词转化为自身期望的输入的过程。

我们另外还提供了一些 思维链 的 prompt 示例。




            

          

      

      

    

  

    
      
          
            
  
Prompt 模板


背景

在语言模型的评测中，我们常会将原始数据集以一定的规则构造成 prompt，以便模型能够按照要求回答问题。

通常，我们会在 prompt 开头放入指令，几个 in-context example（上下文样例），再在最后放入题目。例如：

Solve the following questions.
1+1=?
2
3+9=?
12
5+6=?





大量的实验表明，即便测试的原始题目相同，对于 prompt 的不同构造方式会对模型的表现产生影响。可能影响的因素包括：


	Prompt 本身的构成方式，包括指令、in-context example、题目的写法；


	in-context example 的选择，包括了选择的数量和方式；


	对 prompt 的使用方式。是让模型基于 prompt 进行补全，还是从候选的 prompt 中选择一个最好的作为答案？




OpenCompass 将 prompt 的构建策略定义在了数据集配置中的 infer_cfg 部分。一个典型的 infer_cfg 如下所示:

infer_cfg=dict(
    ice_template=dict(  # 用于构造 In Context Example (ice) 的模板
        type=PromptTemplate,
        template='{question}\n{answer}'
    ),
    prompt_template=dict(  # 用于构造主干 prompt 的模板
        type=PromptTemplate,
        template='Solve the following questions.\n</E>{question}\n{answer}',
        ice_token="</E>"
    ),
    retriever=dict(type=FixKRetriever, fix_id_list=[0, 1]),  # 定义 in context example 的获取方式
    inferencer=dict(type=GenInferencer),  # 使用何种方式推理得到 prediction
)





本文档中，我们将会主要介绍 ice_template、prompt_template、inferencer 的定义方法。对于 retriever 的介绍请参考其他章节。

我们首先介绍 prompt 的基本语法。



字符串式 prompt

字符串式的模板是比较经典的模板形式，考虑下面的模板：

prompt_template=dict(
    type=PromptTemplate,
    template="{anything}\nQuestion: {question}\nAnswer: {answer}"
)





运行时，花括号{}内的字段会被替换成数据样本内的对应字段。如果数据样本中没有对应的字段，则会保持原样输出。

例如我们有一个数据 example 如下:

example = {
    'question': '1+1=?',
    'answer': '2',  # 假设 answer 被写在了 reader_cfg.output_column 中
    'irrelavent_infos': 'blabla',
}





则填入模板后的结果为：

{anything}
Question: 1+1=?
Answer:





可以看到，问题的实际答案 answer 并没有出现在生成的结果中。这是因为 OpenCompass 会遮盖被写在 reader_cfg.output_column 中的字段，避免答案泄露。关于 reader_cfg 的详细说明，请参考介绍数据集配置的相关文档。



对话式 prompt

在实际的测试中，简单的补全式测试并不能很好地测试出对话式的模型的性能，因此我们更希望 prompt 能以对话的格式输入到模型中。另外，不同的模型对对话的格式定义也不一样，因此我们也需要数据集侧产生的 prompt 更加通用，在测试时再结合具体模型生成符合需求的提示词。

因此，OpenCompass 在字符串式模板之上，增加了对对话式模板的支持。对话式模板更加灵活，它可以结合模型侧不同的 meta_template 生成不同对话形式的提示词，同时适用于基座和对话模型，但定义也相对复杂。

现在，让我们假设有一个数据样本如下：

example = {
    'question': '1+1=?',
    'answer': '2',  # 假设 answer 被写在了 reader_cfg.output_column 中
    'irrelavent_infos': 'blabla',
}





接下来，我们来展示几个例子：


普通对话多轮对话带 SYSTEM 的对话
prompt_template=dict(
    type=PromptTemplate,
    template=dict(
        round=[
            dict(role="HUMAN", prompt="Question: {question}"),
            dict(role="BOT", prompt="Answer: {answer}"),
        ]
    )
)





OpenCompass 把数据填入模板后得到的中间结果为：

PromptList([
    dict(role='HUMAN', prompt='Question: 1+1=?'),
    dict(role='BOT', prompt='Answer: '),
])






prompt_template=dict(
    type=PromptTemplate,
    template=dict(
        round=[
            dict(role="HUMAN", prompt="Question: 2+2=?"),
            dict(role="BOT", prompt="Answer: 4"),
            dict(role="HUMAN", prompt="Question: 3+3=?"),
            dict(role="BOT", prompt="Answer: 6"),
            dict(role="HUMAN", prompt="Question: {question}"),
            dict(role="BOT", prompt="Answer: {answer}"),
        ]
    )
)





OpenCompass 把数据填入模板后得到的中间结果为：

PromptList([
    dict(role='HUMAN', prompt='Question: 2+2=?'),
    dict(role='BOT', prompt='Answer: 4'),
    dict(role='HUMAN', prompt='Question: 3+3=?'),
    dict(role='BOT', prompt='Answer: 6'),
    dict(role='HUMAN', prompt='Question: 1+1=?'),
    dict(role='BOT', prompt='Answer: '),
])






prompt_template=dict(
    type=PromptTemplate,
    template=dict(
        begin=[
            dict(role='SYSTEM', fallback_role='HUMAN', prompt='Solve the following questions.'),
        ],
        round=[
            dict(role="HUMAN", prompt="Question: {question}"),
            dict(role="BOT", prompt="Answer: {answer}"),
        ]
    )
)





OpenCompass 把数据填入模板后得到的中间结果为：

PromptList([
    dict(role='SYSTEM', fallback_role='HUMAN', prompt='Solve the following questions.'),
    dict(role='HUMAN', prompt='Question: 1+1=?'),
    dict(role='BOT', prompt='Answer: '),
])





在具体的 meta template 中处理时，如果定义中存在 SYSTEM 角色，则会调用 SYSTEM 的模板进行处理。否则，会调用 fallback_role 角色的模板进行处理，也就是这个例子中的 HUMAN 角色。




可以见到，在对话式的模板中，prompt 是以不同角色 role 的对话为形式进行组织的。在当前 OpenCompass 的预定义数据集配置中，一个 prompt 中常有的角色有：


	HUMAN：人类，通常为提问的一方


	BOT：语言模型，通常为回答的一方


	SYSTEM：系统，通常用在提示词的开头，负责下达指令。




另外与字符串式的模板不同，经过对话式模板所生成的 prompt 从固定的字符串变成了一个中间结构 PromptList。这个结构会进一步与模型侧的 meta template 相结合，拼装完成得到最终的提示词。如果不指定 meta template，PromptList 中各项的 prompt 则会直接按行拼接成字符串。


备注

上面例子中 PromptList 中的内容并非模型最终的输入，而取决于 meta template 的处理。一个容易产生误解的地方是，在生成式的评测中，最后一个 BOT 角色的 prompt Answer:  不会实际输入到模型。这是由于 API 模型通常并无法自定义模型回复的开头，因此这一设定保持了语言模型与 API 模型在评测上行为的一致。更多信息可以参考 meta template 的文档。




点击查看完整参数介绍

	begin，end ：(list，可选) prompt 的开头和结尾，通常是一些系统级别的指令。里面的每一项允许是一个字典或字符串。


	round：(list) 对话的模板格式。列表的每一项只允许是一个字典。




每一个字典的参数如下：


	role（str）: 参与对话的角色名，用于与 meta_template 中的名称进行关联，不会影响实际生成的 prompt。


	fallback_role (str) : 缺省角色名，假设 meta_template 中找不到 role，则会尝试使用 fallback_role 进行关联。默认为 None


	prompt (str) : 角色的对话内容。







Prompt 模板 与 inferencer

在明白了 prompt 模板的基础定义方式后，我们还要根据 inferencer 的类型组织 prompt 模板。

OpenCompass 中主要支持了两种 Infernecer：GenInferencer 和 PPLInferencer，它们对应着两种不同的推理方式。

GenInferencer 对应生成式的推理。在推理时，模型被要求以输入的提示词为基准，继续往下续写。此时，template 则单一地表示这一句话对应的模板，例如:


字符串式模板对话式模板
prompt_template=dict(
    type=PromptTemplate,
    template='Solve the following questions.\n{question}\n{answer}'
)






prompt_template=dict(
    type=PromptTemplate,
    template=dict(
        begin=[
            dict(role='SYSTEM', fallback_role='HUMAN', prompt='Solve the following questions.'),
        ],
        round=[
            dict(role="HUMAN", prompt="{question}"),
            dict(role="BOT", prompt="{answer}"),
        ]
    )
)








则模型的推理结果将会是往下续写的字符串。

而 PPLInferencer 对应判别式推理。在推理时，模型被要求计算多个输入字符串各自的混淆度 (PerPLexity / ppl)，并将其中 ppl 最小的项作为模型的推理结果。此时 template 是一个 dict，表示每一句话所对应的模板，例如:


字符串式模板对话式模板
prompt_template=dict(
    type=PromptTemplate,
    template=dict(
        "A": "Question: Which is true?\nA. {A}\nB. {B}\nC. {C}\nAnswer: A",
        "B": "Question: Which is true?\nA. {A}\nB. {B}\nC. {C}\nAnswer: B",
        "C": "Question: Which is true?\nA. {A}\nB. {B}\nC. {C}\nAnswer: C",
        "UNK": "Question: Which is true?\nA. {A}\nB. {B}\nC. {C}\nAnswer: None of them is true.",
    )
)






prompt_template=dict(
    type=PromptTemplate,
    template=dict(
        "A": dict(
            round=[
                dict(role="HUMAN", prompt="Question: Which is true?\nA. {A}\nB. {B}\nC. {C}"),
                dict(role="BOT", prompt="Answer: A"),
            ]
        ),
        "B": dict(
            round=[
                dict(role="HUMAN", prompt="Question: Which is true?\nA. {A}\nB. {B}\nC. {C}"),
                dict(role="BOT", prompt="Answer: B"),
            ]
        ),
        "C": dict(
            round=[
                dict(role="HUMAN", prompt="Question: Which is true?\nA. {A}\nB. {B}\nC. {C}"),
                dict(role="BOT", prompt="Answer: C"),
            ]
        ),
        "UNK": dict(
            round=[
                dict(role="HUMAN", prompt="Question: Which is true?\nA. {A}\nB. {B}\nC. {C}"),
                dict(role="BOT", prompt="Answer: None of them is true."),
            ]
        ),
    )
)








此时模型的推理结果将会是 template 的四个 key 之一 (“A” / “B” / “C” / “UNK”)



ice_template 与 prompt_template

在 OpenCompass 中，对于 0-shot 的评测，我们通常只需要定义 prompt_template 字段，即可完成 prompt 的构造。但对于 few shot 的评测，我们还需要定义 ice_template 字段，管理上下文学习中样例所对应的 prompt 模板。

ice_template 和 prompt_template 两者遵循的语法和规则一致，完整 prompt 的构造流程可以使用如下的伪代码进行表示：

def build_prompt():
    ice = ice_template.format(*ice_example)
    prompt = prompt_template.replace(prompt_template.ice_token, ice).format(*prompt_example)
    return prompt





现在，让我们假设有两个训练数据 (ex1, ex2) 和一个测试数据 (ex3):

ex1 = {
    'question': '2+2=?',
    'answer': '4',
    'irrelavent_infos': 'blabla',
}
ex2 = {
    'question': '3+3=?',
    'answer': '6',
    'irrelavent_infos': 'blabla',
}
ex3 = {
    'question': '1+1=?',
    'answer': '2',  # 假设 answer 被写在了 reader_cfg.output_column 中
    'irrelavent_infos': 'blabla',
}





接下来，我们看一下不同的 prompt 构造方法对应的实际效果：


字符串式模板对话式模板
模板配置如下：

infer_cfg=dict(
    ice_template=dict(
        type=PromptTemplate,
        template='{question}\n{answer}'
    ),
    prompt_template=dict(
        type=PromptTemplate,
        template='Solve the following questions.\n</E>{question}\n{answer}'
        ice_token='</E>',
    )
)





会得到以下字符串：

Solve the following questions.
2+2=?
4
3+3=?
6
1+1=?






模板配置如下：

infer_cfg=dict(
    ice_template=dict(
        type=PromptTemplate,
        template=dict(
            round=[
                dict(role="HUMAN", prompt="{question}"),
                dict(role="BOT", prompt="{answer}"),
            ]
        )
    ),
    prompt_template=dict(
        type=PromptTemplate,
        template=dict(
            begin=[
                dict(role='SYSTEM', fallback_role='HUMAN', prompt='Solve the following questions.'),
                '</E>',
            ],
            round=[
                dict(role="HUMAN", prompt="{question}"),
                dict(role="BOT", prompt="{answer}"),
            ],
        ),
        ice_token='</E>',
    )
)





OpenCompass 把数据填入模板后得到的中间结果为：

PromptList([
    dict(role='SYSTEM', fallback_role='HUMAN', prompt='Solve the following questions.'),
    dict(role='HUMAN', prompt='2+2=?'),
    dict(role='BOT', prompt='4'),
    dict(role='HUMAN', prompt='3+3=?'),
    dict(role='BOT', prompt='6'),
    dict(role='HUMAN', prompt='1+1=?'),
    dict(role='BOT', prompt=''),
])









省略式使用方法

值得一提的是，为了简便配置文件，prompt_template 这一字段是可被省略的。当 prompt_template 字段被省略时，ice_template 会同时被作为 prompt_template，用于拼装得到完整的 prompt。以下两份 infer_cfg 是等价的：


  
  
      	完整写法
      	省略写法
  
  
  	
infer_cfg=dict(
    ice_template=dict(
        type=PromptTemplate,
        template="Q: {question}\nA: {answer}",
    ),
    prompt_template=dict(
        type=PromptTemplate,
        template="</E>Q: {question}\nA: {answer}",
        ice_token="</E>",
    ),
    # ...
)






  	
infer_cfg=dict(
    ice_template=dict(
        type=PromptTemplate,
        template="</E>Q: {question}\nA: {answer}",
        ice_token="</E>",
    ),
    # ...
)
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Meta Template


背景

在 LLM 的 Supervised Fine-Tuning (SFT) 过程中，我们常常会根据实际的要求往对话内注入一些预定义的字符串，以求模型能按照一定的要求输出内容。例如，在一些 chat 模型的微调中，我们可能会在每段对话的开头加入系统层级的指令，并约定一套的格式表示用户与模型之间的对话。在一段对话中，模型期望文本的格式可能如下：

Meta instruction: You are now a helpful and harmless AI assistant.
HUMAN: Hi!<eoh>\n
Bot: Hello! How may I assist you?<eob>\n





在评测时，我们也需要按照约定的格式输入问题，模型才能发挥出其最大的性能。

此外， API 模型也存在着类似的情况。一般 API 的对话模型都允许用户在调用时传入历史对话，还有些模型也允许传入 SYSTEM 层级的指令。为了更好地评测 API 模型的能力，我们希望在评测 API 模型时可以尽量让数据更贴合 API 模型本身的多轮对话模板，而并非把所有内容塞进一段指令当中。

因此，我们需要针对不同模型指定不同的解析模板。在 OpenCompass 中，我们将这套解析模板其称为 Meta Template。Meta Template 与模型的配置相绑定，在运行时与数据集的对话式模板相结合，最终产生最适合当前模型的 prompt。

# 指定时只需要把 meta_template 字段传入模型
models = [
    dict(
        type='AnyModel',
        meta_template = ...,  # meta tmplate
    )
]





接下来，我们会介绍 Meta Template 在两种模型上的配置方法。建议读者在阅读本章前，先了解对话式模板的基本语法。


备注

在某些情况下（例如对基座的测试），我们并不需要在正常对话中注入任何的指令，此时我们可以将 meta template 置空。在这种情况下，模型接收到的 prompt 仅由数据集配置定义，是一个普通的字符串。若数据集配置使用的是对话式模板，不同角色的发言将会由 \n 拼接而成。





应用在语言模型上

下图展示了在 2-shot learning 的情况下，数据从数据集中经过 prompt template 和 meta template，最终构建出 prompt 的几种情况。读者可以该图为参考，方便理解后续的章节。

[image: ]

我们将会结合几个例子讲解 meta template 的定义方式。

假设根据数据集的对话式模板，产生了下面的 PromptList：

PromptList([
    dict(role='HUMAN', prompt='1+1=?'),
    dict(role='BOT', prompt='2'),
    dict(role='HUMAN', prompt='2+2=?'),
    dict(role='BOT', prompt='4'),
])





我们希望把这段对话传到一个已经经过 SFT 的模型。模型约定的对话中不同的角色的发言以<角色名>:开头，并固定以一个特殊 token 和 \n 结尾。以下是模型期望接收到的完整字符串：

<HUMAN>: 1+1=?<eoh>
<BOT>: 2<eob>
<HUMAN>: 2+2=?<eoh>
<BOT>: 4<eob>





在 meta template 中，我们只需要把每轮对话的格式抽象为如下配置即可：

# model meta template
meta_template = dict(
    round=[
          dict(role='HUMAN', begin='<HUMAN>: ', end='<eoh>\n'),
          dict(role='BOT', begin='<BOT>: ', end='<eob>\n'),
    ],
 )







有的数据集中可能会引入 SYSTEM 级别的角色：

PromptList([
    dict(role='SYSTEM', fallback_role='HUMAN', prompt='Solve the following math questions'),
    dict(role='HUMAN', prompt='1+1=?'),
    dict(role='BOT', prompt='2'),
    dict(role='HUMAN', prompt='2+2=?'),
    dict(role='BOT', prompt='4'),
])





假设模型同样接受 SYSTEM 这个角色，且期望输入为：

<SYSTEM>: Solve the following math questions<eosys>\n
<HUMAN>: 1+1=?<eoh>\n
<BOT>: 2<eob>\n
<HUMAN>: 2+2=?<eoh>\n
<BOT>: 4<eob>\n
end of conversation





我们就可以把 SYSTEM 角色的定义放进 reserved_roles 中。reserved_roles 中的角色不会在常规对话中出现，但允许数据集配置的对话式模板在 begin 或者 end 中调用。

# model meta template
meta_template = dict(
    round=[
          dict(role='HUMAN', begin='<HUMAN>: ', end='<eoh>\n'),
          dict(role='BOT', begin='<BOT>: ', end='<eob>\n'),
    ],
    reserved_roles=[dict(role='SYSTEM', begin='<SYSTEM>: ', end='<eosys>\n'),],
 ),





若模型并不接受 SYSTEM 角色，则不需要配置此项，也能正常运行。这种情况下，模型会接收到的字符串变成了：

<HUMAN>: Solve the following math questions<eoh>\n
<HUMAN>: 1+1=?<eoh>\n
<BOT>: 2<eob>\n
<HUMAN>: 2+2=?<eoh>\n
<BOT>: 4<eob>\n
end of conversation





这是因为在 OpenCompass 预定义的数据集中，每个 SYSTEM 发言都会有一个 fallback_role='HUMAN'，即若 meta template 中的 SYSTEM 角色不存在，发言者会被切换至 HUMAN 角色。



有的模型还可能需要考虑在对话开始或结束时嵌入其它字符串，如系统指令：

Meta instruction: You are now a helpful and harmless AI assistant.
<SYSTEM>: Solve the following math questions<eosys>\n
<HUMAN>: 1+1=?<eoh>\n
<BOT>: 2<eob>\n
<HUMAN>: 2+2=?<eoh>\n
<BOT>: 4<eob>\n
end of conversation





此时，我们可以通过指定 begin 和 end 参数指定这些字符串。

meta_template = dict(
    round=[
          dict(role='HUMAN', begin='<HUMAN>: ', end='<eoh>\n'),
          dict(role='BOT', begin='<BOT>: ', end='<eob>\n'),
    ],
    reserved_roles=[dict(role='SYSTEM', begin='<SYSTEM>: ', end='<eosys>\n'),],
    begin="Meta instruction: You are now a helpful and harmless AI assistant.",
    end="end of conversion",
 ),







在生成式的任务评测中，我们也不会将答案直接输入模型，而是通过截断 prompt，在保留上文的同时，把模型输出的答案留空。

Meta instruction: You are now a helpful and harmless AI assistant.
<SYSTEM>: Solve the following math questions<eosys>\n
<HUMAN>: 1+1=?<eoh>\n
<BOT>: 2<eob>\n
<HUMAN>: 2+2=?<eoh>\n
<BOT>:





我们只需要把 BOT 的配置中把 generate 字段置为 True ，OpenCompass 即会将 BOT 的最后一句话留给模型生成：

meta_template = dict(
    round=[
          dict(role='HUMAN', begin='<HUMAN>: ', end='<eoh>\n'),
          dict(role='BOT', begin='<BOT>: ', end='<eob>\n', generate=True),
    ],
    reserved_roles=[dict(role='SYSTEM', begin='<SYSTEM>: ', end='<eosys>\n'),],
    begin="Meta instruction: You are now a helpful and harmless AI assistant.",
    end="end of conversion",
 ),





需要注意的是，generate 仅影响生成式推理。在进行判别式推理时，模型接受到的 prompt 仍然是完整的。


全量字段介绍

models = [
    dict(meta_template = dict(
            begin="Meta instruction: You are now a helpful and harmless AI assistant.",
            round=[
                    dict(role='HUMAN', begin='HUMAN: ', end='<eoh>\n'),  # begin and end can be a list of strings or integers.
                    dict(role='THOUGHTS', begin='THOUGHTS: ', end='<eot>\n', prompt='None'), # Here we can set the default prompt, which may be overridden by the speicfic dataset
                    dict(role='BOT', begin='BOT: ', generate=True, end='<eob>\n'),
            ],
            end="end of conversion",
            reserved_roles=[dict(role='SYSTEM', begin='SYSTEM: ', end='\n'),],
            eos_token_id=10000,
         ),
     )
]





meta_template 是一个字典，该字典可以包含以下数个字段：


	begin，end ：(str，可选) prompt 的开头和结尾，通常是一些系统级别的指令。


	round：(list) 每一轮对话的模板格式。每轮对话的 prompt 内容由数据集配置的对话式模板控制。


	reserved_roles:（list，可选）指定 round 中并未出现，但有可能在数据集配置中用到的的预留角色，例如 SYSTEM 角色。


	eos_token_id:（int, 可选）：指定了该模型的 eos token 的 id。如果不设置，则默认为 tokenizer 中的 eos token id。它的主要作用是在生成式任务中，截取模型的输出结果，因此一般应该被设置为 generate=True 的项所对应的 end 的第一个 token id。




meta_template 的 round 指定了一轮对话中每个角色说话的格式，接受一个字典组成的列表，每个字典的关键字如下：


	role（str）: 参与对话的角色名，该字符串并不影响实际的 prompt。


	begin, end (str): 指定该角色在说话时的固定开头或结尾。


	prompt (str)：角色的 prompt。在 meta template 中允许留空，但此时必须在数据集配置的 prompt 中指定。


	generate (bool): 指定为 True 时，该角色即为模型扮演的角色。在生成任务中，模型接收到的 prompt 会截止到该角色的 begin 处，剩下的内容由模型补全。







应用在 API 模型上

API 模型的 meta template 与普通模型的 meta template 类似，但配置更为简单。用户可以根据情况，直接使用下面的两种配置之一，即可以多轮对话的方式评测 API 模型：

# 若 API 模型不支持 system 指令
meta_template=dict(
    round=[
        dict(role='HUMAN', api_role='HUMAN'),
        dict(role='BOT', api_role='BOT', generate=True)
    ],
)

# 若 API 模型支持 system 指令
meta_template=dict(
    round=[
        dict(role='HUMAN', api_role='HUMAN'),
        dict(role='BOT', api_role='BOT', generate=True)
    ],
    reserved_roles=[
        dict(role='SYSTEM', api_role='SYSTEM'),
    ],
)






原理

尽管不同 API 模型接受的数据结构不一，但总体上不乏共通之处。接受对话历史的接口里通常允许用户传入以下三个角色的 prompt：


	用户


	机器人


	系统 （可选）




据此 OpenCompass 为 API 模型预设了三个 api_role：HUMAN, BOT, SYSTEM，同时约定 API 模型接受的输入除了普通字符串外，还有一种以 PromptList 结构表示对话的中间格式。API 模型会将对话重新以多轮对话格式打包，发送至后端。但要激活此功能，需要用户使用上面的 meta template 中把数据集 prompt 模板中的角色 role 映射到对应的 api_role 中。下图展示了 API 模型接受的输入与 Prompt Template 、Meta Template 之间的关系。

[image: ]




调试

如果需要调试 prompt，建议在准备好配置文件后，使用 tools/prompt_viewer.py 脚本预览模型实际接收到的 prompt。阅读这里了解更多。
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Chain of Thought


背景

CoT（思维链）是帮助大型语言模型解决如数学问题和关系推理问题等复杂问题的有效方式，在OpenCompass中，我们支持多种类型的CoT方法。

[image: image]



1. 零样本思维链

可以通过在数据集配置中简单地添加 “Let’s think step by step”，来更改数据集配置的 PromptTemplate，从而实现 零样本 CoT prompt 以进行评估：

qa_infer_cfg = dict(
    prompt_template=dict(
        type=PromptTemplate,
        template="Answer the question:\nQ: {question}?\nLet's think step by step:\n"
    ),
    retriever=dict(type=ZeroRetriever)
)







2. 小样本思维链

小样本思维链可以使大型语言模型更容易跟随预设的指示并得到更好的答案。对于小样本思维链，按照以下配置将思维链模板添加到 PromptTemplate 中，可以创建一个 one-shot prompt：

qa_infer_cfg = dict(
    prompt_template=dict(
        type=PromptTemplate,
        template=
'''Question: Mark's basketball team scores 25 2 pointers, 8 3 pointers and 10 free throws.  Their opponents score double the 2 pointers but half the 3 pointers and free throws.  What's the total number of points scored by both teams added together?
Let's think step by step
Answer:
Mark's team scores 25 2 pointers, meaning they scored 25*2= 50 points in 2 pointers.
His team also scores 6 3 pointers, meaning they scored 8*3= 24 points in 3 pointers
They scored 10 free throws, and free throws count as one point so they scored 10*1=10 points in free throws.
All together his team scored 50+24+10= 84 points
Mark's opponents scored double his team's number of 2 pointers, meaning they scored 50*2=100 points in 2 pointers.
His opponents scored half his team's number of 3 pointers, meaning they scored 24/2= 12 points in 3 pointers.
They also scored half Mark's team's points in free throws, meaning they scored 10/2=5 points in free throws.
All together Mark's opponents scored 100+12+5=117 points
The total score for the game is both team's scores added together, so it is 84+117=201 points
The answer is 201

Question: {question}\nLet's think step by step:\n{answer}
'''),
    retriever=dict(type=ZeroRetriever)
)







3. Self-Consistency

SC (Self-Consistency) 方法是在 此文章 [https://arxiv.org/abs/2203.11171] 中提出的，该方法会为问题生成多条不同的推理路径，并对生成的答案进行众数投票。这种方法在复杂推理任务中表现出了显著的能力，但由于需要推理多次来采样多条推理链，所以可能会消耗很多的时间和资源。在 OpenCompass 中，您可以通过在数据集配置中将 GenInferencer 替换为 SCInferencer 并设置相应的参数参数来简单地实现 SC 方法，例如：

# 此SC版gsm8k测试配置可以在： opencompass.configs.datasets.gsm8k.gsm8k_gen_a3e34a.py 中找到。
gsm8k_infer_cfg = dict(
    inferencer=dict(
        type=SCInferencer, # 替换 GenInferencer 为 SCInferencer
        generation_kwargs=dict(do_sample=True, temperature=0.7, top_k=40),  # 设置采样参数以确保模型生成不同的输出，目前仅适用于从HuggingFace加载的模型。
        infer_type='SC',
        sc_size = SAMPLE_SIZE
    )
)
gsm8k_eval_cfg = dict(sc_size=SAMPLE_SIZE)






备注

注意，OpenCompass 默认使用 argmax 的方式采样下一个 token，因此若不指定采样参数，模型每次的推理结果将会是完全一致的，多轮评测将会失效。



其中 SAMPLE_SIZE 是推理路径的数量，较高的值通常会带来更高的性能。SC方法的原论文中展示了不同推理任务间推理路径数量与性能之间的关系：

[image: image]

从图中可以看出，在不同的推理任务中，随着推理路径数量的增加，性能呈现出增长的趋势。但是，对于某些任务，增加推理路径的数量可能达到一个极限，进一步增加推理路径的数量可能不会带来更多的性能提升。因此，需要在具体任务中进行实验和调整，找到最适合任务的推理路径数量。



4. Tree-of-Thoughts

相比一般的CoT方法采样一条推理路径，ToT(Tree-of-Thoughts)允许语言模型同时考虑多种不同的推理路径，通过对推理过程进行自我评估，以及在必要时进行前瞻或回溯以做出全局选择。具体的，分为下面四个阶段：

1. 问题分解 (Thought Decomposition)

根据问题的特点，将问题分解成多个中间步骤。每个步骤可以是短语、算式或写作计划，这取决于问题的性质。

2. 推理过程生成 (Thought Generation)

假设解决问题需要k个步骤，有两种方法生成推理内容：


	独立采样：对于每个状态，模型会独立地从CoT提示中完整抽取k个推理内容，不依赖于其他的推理内容。


	顺序生成：顺序地使用“提示”来逐步引导推理内容生成，每个推理内容都可能依赖于前一个推理内容。




3. 启发式评估 (Heuristic Evaluation)

使用启发式方法评估每个生成的推理内容对问题解决的贡献，这种自我评估基于语言模型的自我反馈，如设计Prompt让模型对多个生成结果进行打分。

4. 选择搜索算法 (Search Algorithm)

根据生成和评估推理内容的方法，选择适当的搜索算法。例如，可以使用广度优先搜索（BFS）或深度优先搜索（DFS）等算法来系统地探索思考树，并进行前瞻和回溯。

在OpenCompass中，需要根据需要设置ToT参数，以下是ToT论文 [https://arxiv.org/pdf/2305.10601.pdf]中24点游戏的样例配置，目前支持Huggingface模型进行ToT推理：

# 此 ToT Game24 配置可以在以下路径找到：opencompass/configs/datasets/game24/game24_gen_8dfde3.py。
from opencompass.datasets import (Game24Dataset, game24_postprocess,
                                  Game24Evaluator, Game24PromptWrapper)

generation_kwargs = dict(temperature=0.7)

game24_infer_cfg = dict(
        prompt_template=dict(
        type=PromptTemplate,
        template='{input}'), #直接传入input内容，因为Prompt需要分段指定
    retriever=dict(type=ZeroRetriever),
    inferencer=dict(type=ToTInferencer, # 替换GenInferencer为ToTInferencer
                    generation_kwargs=generation_kwargs,
                    method_generate='propose',  # 生成推理内容的方法，可以是独立采样（sample）或顺序生成（propose）
                    method_evaluate='value', # 评估推理内容的方法，可以是投票 （vote）或打分（value）
                    method_select='greedy', # 选择推理内容的方法，可以是贪心（greedy）或随机（sample）
                    n_evaluate_sample=3,
                    n_select_sample=5,
                    task_wrapper=dict(type=Game24PromptWrapper) # 该Wrapper类包含每个步骤的Prompt和推理内容的生成及评估方法，需要根据任务进行自定义
                    ))






如果要在自定义的数据集上使用ToT方法，相比普通评测方式，需要在opencompass.datasets.YourDataConfig.py中额外设置YourDataPromptWrapper类，以进行ToT中的推理生成和启发式评估。对于类似游戏24点的推理任务，具体可以参考opencompass/datasets/game24.py。
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支持新数据集

尽管 OpenCompass 已经包含了大多数常用数据集，用户在支持新数据集的时候需要完成以下几个步骤：


	在 opencompass/datasets 文件夹新增数据集脚本 mydataset.py, 该脚本需要包含：


	数据集及其加载方式，需要定义一个 MyDataset 类，实现数据集加载方法 load，该方法为静态方法，需要返回 datasets.Dataset 类型的数据。这里我们使用 huggingface dataset 作为数据集的统一接口，避免引入额外的逻辑。具体示例如下：




import datasets
from .base import BaseDataset

class MyDataset(BaseDataset):

    @staticmethod
    def load(**kwargs) -> datasets.Dataset:
        pass






	（可选）如果 OpenCompass 已有的评测器不能满足需要，需要用户定义 MyDatasetlEvaluator 类，实现评分方法 score，需要根据输入的 predictions 和 references 列表，得到需要的字典。由于一个数据集可能存在多种 metric，需要返回一个 metrics 以及对应 scores 的相关字典。具体示例如下：




from opencompass.openicl.icl_evaluator import BaseEvaluator

class MyDatasetlEvaluator(BaseEvaluator):

    def score(self, predictions: List, references: List) -> dict:
        pass







	（可选）如果 OpenCompass 已有的后处理方法不能满足需要，需要用户定义 mydataset_postprocess 方法，根据输入的字符串得到相应后处理的结果。具体示例如下：




def mydataset_postprocess(text: str) -> str:
    pass







	在定义好数据集加载、评测以及数据后处理等方法之后，需要在配置文件中新增以下配置：

from opencompass.datasets import MyDataset, MyDatasetlEvaluator, mydataset_postprocess

mydataset_eval_cfg = dict(
    evaluator=dict(type=MyDatasetlEvaluator),
    pred_postprocessor=dict(type=mydataset_postprocess))

mydataset_datasets = [
    dict(
        type=MyDataset,
        ...,
        reader_cfg=...,
        infer_cfg=...,
        eval_cfg=mydataset_eval_cfg)
]





详细的数据集配置文件以及其他需要的配置文件可以参考配置文件教程，启动任务相关的教程可以参考快速开始教程。
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自定义数据集

本教程仅供临时性的、非正式的数据集使用，如果所用数据集需要长期使用，或者存在定制化读取 / 推理 / 评测需求的，强烈建议按照 new_dataset.md 中介绍的方法进行实现。

在本教程中，我们将会介绍如何在不实现 config，不修改 OpenCompass 源码的情况下，对一新增数据集进行测试的方法。我们支持的任务类型包括选择 (mcq) 和问答 (qa) 两种，其中 mcq 支持 ppl 推理和 gen 推理；qa 支持 gen 推理。


数据集格式

我们支持 .jsonl 和 .csv 两种格式的数据集。


选择题 (mcq)

对于选择 (mcq) 类型的数据，默认的字段如下：


	question: 表示选择题的题干


	A, B, C, …: 使用单个大写字母表示选项，个数不限定。默认只会从 A 开始，解析连续的字母作为选项。


	answer: 表示选择题的正确答案，其值必须是上述所选用的选项之一，如 A, B, C 等。




对于非默认字段，我们都会进行读入，但默认不会使用。如需使用，则需要在 .meta.json 文件中进行指定。

.jsonl 格式样例如下：

{"question": "165+833+650+615=", "A": "2258", "B": "2263", "C": "2281", "answer": "B"}
{"question": "368+959+918+653+978=", "A": "3876", "B": "3878", "C": "3880", "answer": "A"}
{"question": "776+208+589+882+571+996+515+726=", "A": "5213", "B": "5263", "C": "5383", "answer": "B"}
{"question": "803+862+815+100+409+758+262+169=", "A": "4098", "B": "4128", "C": "4178", "answer": "C"}





.csv 格式样例如下:

question,A,B,C,answer
127+545+588+620+556+199=,2632,2635,2645,B
735+603+102+335+605=,2376,2380,2410,B
506+346+920+451+910+142+659+850=,4766,4774,4784,C
504+811+870+445=,2615,2630,2750,B







问答题 (qa)

对于问答 (qa) 类型的数据，默认的字段如下：


	question: 表示问答题的题干


	answer: 表示问答题的正确答案。可缺失，表示该数据集无正确答案。




对于非默认字段，我们都会进行读入，但默认不会使用。如需使用，则需要在 .meta.json 文件中进行指定。

.jsonl 格式样例如下：

{"question": "752+361+181+933+235+986=", "answer": "3448"}
{"question": "712+165+223+711=", "answer": "1811"}
{"question": "921+975+888+539=", "answer": "3323"}
{"question": "752+321+388+643+568+982+468+397=", "answer": "4519"}





.csv 格式样例如下：

question,answer
123+147+874+850+915+163+291+604=,3967
149+646+241+898+822+386=,3142
332+424+582+962+735+798+653+214=,4700
649+215+412+495+220+738+989+452=,4170








命令行列表

自定义数据集可直接通过命令行来调用开始评测。

python run.py \
    --models hf_llama2_7b \
    --custom-dataset-path xxx/test_mcq.csv \
    --custom-dataset-data-type mcq \
    --custom-dataset-infer-method ppl





python run.py \
    --models hf_llama2_7b \
    --custom-dataset-path xxx/test_qa.jsonl \
    --custom-dataset-data-type qa \
    --custom-dataset-infer-method gen





在绝大多数情况下，--custom-dataset-data-type 和 --custom-dataset-infer-method 可以省略，OpenCompass 会根据以下逻辑进行设置：


	如果从数据集文件中可以解析出选项，如 A, B, C 等，则认定该数据集为 mcq，否则认定为 qa。


	默认 infer_method 为 gen。






配置文件

在原配置文件中，直接向 datasets 变量中添加新的项即可即可。自定义数据集亦可与普通数据集混用。

datasets = [
    {"path": "xxx/test_mcq.csv", "data_type": "mcq", "infer_method": "ppl"},
    {"path": "xxx/test_qa.jsonl", "data_type": "qa", "infer_method": "gen"},
]







数据集补充信息 .meta.json

OpenCompass 会默认尝试对输入的数据集文件进行解析，因此在绝大多数情况下，.meta.json 文件都是 不需要 的。但是，如果数据集的字段名不是默认的字段名，或者需要自定义提示词，则需要在 .meta.json 文件中进行指定。

我们会在数据集同级目录下，以文件名+.meta.json 的形式放置一个表征数据集使用方法的文件，样例文件结构如下：

.
├── test_mcq.csv
├── test_mcq.csv.meta.json
├── test_qa.jsonl
└── test_qa.jsonl.meta.json





该文件可能字段如下：


	abbr (str): 数据集缩写，作为该数据集的 ID。


	data_type (str): 数据集类型，可选值为 mcq 和 qa.


	infer_method (str): 推理方法，可选值为 ppl 和 gen.


	human_prompt (str): 用户提示词模板，用于生成提示词。模板中的变量使用 {} 包裹，如 {question}，{opt1} 等。如存在 template，则该字段会被忽略。


	bot_prompt (str): 机器人提示词模板，用于生成提示词。模板中的变量使用 {} 包裹，如 {answer} 等。如存在 template，则该字段会被忽略。


	template (str or dict): 问题模板，用于生成提示词。模板中的变量使用 {} 包裹，如 {question}，{opt1} 等。相关语法见此处 关于 infer_cfg['prompt_template']['template'] 的内容。


	input_columns (list): 输入字段列表，用于读入数据。


	output_column (str): 输出字段，用于读入数据。


	options (list): 选项列表，用于读入数据，仅在 data_type 为 mcq 时有效。




样例如下：

{
    "human_prompt": "Question: 127 + 545 + 588 + 620 + 556 + 199 =\nA. 2632\nB. 2635\nC. 2645\nAnswer: Let's think step by step, 127 + 545 + 588 + 620 + 556 + 199 = 672 + 588 + 620 + 556 + 199 = 1260 + 620 + 556 + 199 = 1880 + 556 + 199 = 2436 + 199 = 2635. So the answer is B.\nQuestion: {question}\nA. {A}\nB. {B}\nC. {C}\nAnswer: ",
    "bot_prompt": "{answer}"
}





或者

{
    "template": "Question: {my_question}\nX. {X}\nY. {Y}\nZ. {Z}\nW. {W}\nAnswer:",
    "input_columns": ["my_question", "X", "Y", "Z", "W"],
    "output_column": "my_answer",
}
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支持新模型

目前我们已经支持的模型有 HF 模型、部分模型 API 、部分第三方模型。


新增API模型

新增基于API的模型，需要在 opencompass/models 下新建 mymodel_api.py 文件，继承 BaseAPIModel，并实现 generate 方法来进行推理，以及 get_token_len 方法来计算 token 的长度。在定义好之后修改对应配置文件名称即可。

from ..base_api import BaseAPIModel

class MyModelAPI(BaseAPIModel):

    is_api: bool = True

    def __init__(self,
                 path: str,
                 max_seq_len: int = 2048,
                 query_per_second: int = 1,
                 retry: int = 2,
                 **kwargs):
        super().__init__(path=path,
                         max_seq_len=max_seq_len,
                         meta_template=meta_template,
                         query_per_second=query_per_second,
                         retry=retry)
        ...

    def generate(
        self,
        inputs,
        max_out_len: int = 512,
        temperature: float = 0.7,
    ) -> List[str]:
        """Generate results given a list of inputs."""
        pass

    def get_token_len(self, prompt: str) -> int:
        """Get lengths of the tokenized string."""
        pass







新增第三方模型

新增基于第三方的模型，需要在 opencompass/models 下新建 mymodel.py 文件，继承 BaseModel，并实现  generate 方法来进行生成式推理， get_ppl 方法来进行判别式推理，以及 get_token_len 方法来计算 token 的长度。在定义好之后修改对应配置文件名称即可。

from ..base import BaseModel

class MyModel(BaseModel):

    def __init__(self,
                 pkg_root: str,
                 ckpt_path: str,
                 tokenizer_only: bool = False,
                 meta_template: Optional[Dict] = None,
                 **kwargs):
        ...

    def get_token_len(self, prompt: str) -> int:
        """Get lengths of the tokenized strings."""
        pass

    def generate(self, inputs: List[str], max_out_len: int) -> List[str]:
        """Generate results given a list of inputs. """
        pass

    def get_ppl(self,
                inputs: List[str],
                mask_length: Optional[List[int]] = None) -> List[float]:
        """Get perplexity scores given a list of inputs."""
        pass
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评测 LMDeploy 模型

我们支持评测使用 LMDeploy [https://github.com/InternLM/lmdeploy] 加速过的大语言模型。LMDeploy 由 MMDeploy 和 MMRazor 团队联合开发，是涵盖了 LLM 任务的全套轻量化、部署和服务解决方案。 TurboMind 是 LMDeploy 推出的高效推理引擎。OpenCompass 对 TurboMind 进行了适配，本教程将介绍如何使用 OpenCompass 来对 TurboMind 加速后的模型进行评测。


环境配置


安装 OpenCompass

请根据 OpenCompass 安装指南 [https://opencompass.readthedocs.io/en/latest/get_started/installation.html] 来安装算法库和准备数据集。



安装 LMDeploy

使用 pip 安装 LMDeploy (python 3.8+)：

pip install lmdeploy








评测

OpenCompass 支持分别通过 turbomind python API 评测数据集。

下文以 InternLM-20B 模型为例，介绍如何评测。首先我们准备好测试配置文件configs/eval_internlm_turbomind.py:

from mmengine.config import read_base
from opencompass.models.turbomind import TurboMindModel


with read_base():
    # choose a list of datasets
    from .datasets.mmlu.mmlu_gen_a484b3 import mmlu_datasets
    from .datasets.ceval.ceval_gen_5f30c7 import ceval_datasets
    from .datasets.SuperGLUE_WiC.SuperGLUE_WiC_gen_d06864 import WiC_datasets
    from .datasets.triviaqa.triviaqa_gen_2121ce import triviaqa_datasets
    from .datasets.gsm8k.gsm8k_gen_1d7fe4 import gsm8k_datasets
    from .datasets.humaneval.humaneval_gen_8e312c import humaneval_datasets
    # and output the results in a chosen format
    from .summarizers.medium import summarizer

datasets = sum((v for k, v in locals().items() if k.endswith('_datasets')), [])

# config for internlm-20b model
internlm_20b = dict(
        type=TurboMindModel,
        abbr='internlm-20b-turbomind',
        path="internlm/internlm-20b", # 注意路径与huggingface保持一致
        engine_config=dict(session_len=2048,
                           max_batch_size=8,
                           rope_scaling_factor=1.0),
        gen_config=dict(top_k=1, top_p=0.8,
                        temperature=1.0,
                        max_new_tokens=100),
        max_out_len=100,
        max_seq_len=2048,
        batch_size=8,
        concurrency=8,
        run_cfg=dict(num_gpus=1, num_procs=1),
        end_str='<eoa>'
    )

models = [internlm_20b]





然后，在 OpenCompass 的项目目录下，执行如下命令可得到评测结果：

python run.py configs/eval_internlm_turbomind.py -w outputs/turbomind/internlm-20b





注：


	如果想在测评配置文件中engine_config和gen_config字段传递更多参数，请参考TurbomindEngineConfig [https://lmdeploy.readthedocs.io/zh-cn/latest/inference/pipeline.html#turbomindengineconfig] 和 EngineGenerationConfig [https://lmdeploy.readthedocs.io/zh-cn/latest/inference/pipeline.html#generationconfig]


	如果评测 InternLM Chat 模型，请使用配置文件 eval_internlm_chat_turbomind.py


	如果评测 InternLM 7B 模型，请修改 eval_internlm_turbomind.py 或者 eval_internlm_chat_turbomind.py。将models字段配置为models = [internlm_7b] 。
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评测 Lightllm 模型

我们支持评测使用 Lightllm [https://github.com/ModelTC/lightllm] 进行推理的大语言模型。Lightllm 是由商汤科技开发，是一个基于 Python 的 LLM 推理和服务框架，以其轻量级设计、易于扩展和高速性能而著称，Lightllm 对多种大模型都进行了支持。用户可以通过 Lightllm 进行模型推理，并且以服务的形式在本地起起来，在评测过程中，OpenCompass 通过 api 将数据喂给Lightllm，并对返回的结果进行处理。OpenCompass 对 Lightllm 进行了适配，本教程将介绍如何使用 OpenCompass 来对以 Lightllm 作为推理后端的模型进行评测。


环境配置


安装 OpenCompass

请根据 OpenCompass 安装指南 [https://opencompass.readthedocs.io/en/latest/get_started/installation.html] 来安装算法库和准备数据集。



安装 Lightllm

请根据 Lightllm 主页 [https://github.com/ModelTC/lightllm] 来安装 Lightllm。注意对齐相关依赖库的版本，尤其是 transformers 的版本。




评测

我们以 llama2-7B 评测 humaneval 作为例子来介绍如何评测。


第一步: 将模型通过 Lightllm 在本地以服务的形式起起来

python -m lightllm.server.api_server --model_dir /path/llama2-7B    \
                                     --host 0.0.0.0                 \
                                     --port 1030                    \
                                     --nccl_port 2066               \
                                     --max_req_input_len 4096       \
                                     --max_req_total_len 6144       \
                                     --tp 1                         \
                                     --trust_remote_code            \
                                     --max_total_token_num 120000





注： 上述命令可以通过 tp 的数量设置，在 tp 张卡上进行 TensorParallel 推理，适用于较大的模型的推理。

注： 上述命令中的 max_total_token_num，会影响测试过程中的吞吐性能，可以根据 Lightllm 主页 [https://github.com/ModelTC/lightllm] 上的文档，进行设置。只要不爆显存，往往设置越大越好。

注： 如果要在同一个机器上起多个 Lightllm 服务，需要重新设定上面的 port 和 nccl_port。

可以使用下面的 Python 脚本简单测试一下当前服务是否已经起成功

import time
import requests
import json

url = 'http://localhost:8080/generate'
headers = {'Content-Type': 'application/json'}
data = {
    'inputs': 'What is AI?',
    "parameters": {
        'do_sample': False,
        'ignore_eos': False,
        'max_new_tokens': 1024,
    }
}
response = requests.post(url, headers=headers, data=json.dumps(data))
if response.status_code == 200:
    print(response.json())
else:
    print('Error:', response.status_code, response.text)







第二步: 使用 OpenCompass 评测上述模型

python run.py configs/eval_lightllm.py





当模型完成推理和指标计算后，我们便可获得模型的评测结果。

注： eval_lightllm.py 中，配置的 url 要和上一步服务地址对齐。
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代码评测教程

这里以 humaneval 和 mbpp 为例，主要介绍如何评测模型的代码能力。


pass@1

如果只需要生成单条回复来评测pass@1的性能，可以直接使用configs/datasets/humaneval/humaneval_gen_8e312c.py [https://github.com/open-compass/opencompass/blob/main/configs/datasets/humaneval/humaneval_gen_8e312c.py] 和 configs/datasets/mbpp/deprecated_mbpp_gen_1e1056.py [https://github.com/open-compass/opencompass/blob/main/configs/datasets/mbpp/deprecated_mbpp_gen_1e1056.py] 并参考通用的快速上手教程即可。

如果要进行多语言评测，可以参考多语言代码评测教程。



pass@k

如果对于单个example需要生成多条回复来评测pass@k的性能，需要参考以下两种情况。这里以10回复为例子：


通常情况

对于绝大多数模型来说，模型支持HF的generation中带有num_return_sequences 参数，我们可以直接使用来获取多回复。可以参考以下配置文件。

from opencompass.datasets import MBPPDataset_V2, MBPPPassKEvaluator

with read_base():
    from .datasets.humaneval.humaneval_gen_8e312c import humaneval_datasets
    from .datasets.mbpp.deprecated_mbpp_gen_1e1056 import mbpp_datasets

mbpp_datasets[0]['type'] = MBPPDataset_V2
mbpp_datasets[0]['eval_cfg']['evaluator']['type'] = MBPPPassKEvaluator
mbpp_datasets[0]['reader_cfg']['output_column'] = 'test_column'

datasets = []
datasets += humaneval_datasets
datasets += mbpp_datasets

models = [
    dict(
        type=HuggingFaceCausalLM,
        ...,
        generation_kwargs=dict(
            num_return_sequences=10,
            do_sample=True,
            top_p=0.95,
            temperature=0.8,
        ),
        ...,
    )
]





对于 mbpp，在数据集和评测上需要有新的变更，所以同步修改type, eval_cfg.evaluator.type, reader_cfg.output_column 字段来适应新的需求。

另外我们需要模型的回复有随机性，同步需要设置generation_kwargs参数。这里注意要设置num_return_sequences得到回复数。

注意：num_return_sequences 必须大于等于k，本身pass@k是计算的概率估计。

具体可以参考以下配置文件
configs/eval_code_passk.py [https://github.com/open-compass/opencompass/blob/main/configs/eval_code_passk.py]



模型不支持多回复

适用于一些没有设计好的API以及功能缺失的HF模型。这个时候我们需要重复构造数据集来达到多回复的效果。这里可以参考以下配置文件。

from opencompass.datasets import MBPPDataset_V2, MBPPPassKEvaluator

with read_base():
    from .datasets.humaneval.humaneval_gen_8e312c import humaneval_datasets
    from .datasets.mbpp.deprecated_mbpp_gen_1e1056 import mbpp_datasets

humaneval_datasets[0]['abbr'] = 'openai_humaneval_pass10'
humaneval_datasets[0]['num_repeats'] = 10
mbpp_datasets[0]['abbr'] = 'mbpp_pass10'
mbpp_datasets[0]['num_repeats'] = 10
mbpp_datasets[0]['type'] = MBPPDataset_V2
mbpp_datasets[0]['eval_cfg']['evaluator']['type'] = MBPPPassKEvaluator
mbpp_datasets[0]['reader_cfg']['output_column'] = 'test_column'

datasets = []
datasets += humaneval_datasets
datasets += mbpp_datasets

models = [
    dict(
        type=HuggingFaceCausalLM,
        ...,
        generation_kwargs=dict(
            do_sample=True,
            top_p=0.95,
            temperature=0.8,
        ),
        ...,
    )
]





由于数据集的prompt并没有修改，我们需要替换对应的字段来达到数据集重复的目的。
需要修改以下字段：


	num_repeats: 数据集重复的次数


	abbr: 数据集的缩写最好随着重复次数一并修改，因为数据集数量会发生变化，防止与.cache/dataset_size.json 中的数值出现差异导致一些潜在的问题。




对于 mbpp，同样修改type, eval_cfg.evaluator.type, reader_cfg.output_column 字段。

另外我们需要模型的回复有随机性，同步需要设置generation_kwargs参数。

具体可以参考以下配置文件
configs/eval_code_passk_repeat_dataset.py [https://github.com/open-compass/opencompass/blob/main/configs/eval_code_passk_repeat_dataset.py]
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代码评测Docker教程

为了完成LLM代码能力评测，我们需要搭建一套独立的评测环境，避免在开发环境执行错误代码从而造成不可避免的损失。目前 OpenCompass 使用的代码评测服务可参考code-evaluator [https://github.com/open-compass/code-evaluator]项目。接下来将围绕代码评测服务介绍不同需要下的评测教程。


	humaneval-x




多编程语言的数据集 humaneval-x [https://huggingface.co/datasets/THUDM/humaneval-x]
数据集下载地址 [https://github.com/THUDM/CodeGeeX2/tree/main/benchmark/humanevalx]，请下载需要评测的语言（××.jsonl.gz）文件，并放入./data/humanevalx文件夹。

目前支持的语言有python, cpp, go, java, js。


	DS1000




Python 多算法库数据集 ds1000 [https://github.com/xlang-ai/DS-1000]
数据集下载地址 [https://github.com/xlang-ai/DS-1000/blob/main/ds1000_data.zip]

目前支持的算法库有Pandas, Numpy, Tensorflow, Scipy, Sklearn, Pytorch, Matplotlib。


启动代码评测服务


	确保您已经安装了 docker，可参考安装docker文档 [https://docs.docker.com/engine/install/]


	拉取代码评测服务项目，并构建 docker 镜像




选择你需要的数据集对应的dockerfile，在下面命令中做替换 humanevalx 或者 ds1000。

git clone https://github.com/open-compass/code-evaluator.git
docker build -t code-eval-{your-dataset}:latest -f docker/{your-dataset}/Dockerfile .






	使用以下命令创建容器




# 输出日志格式
docker run -it -p 5000:5000 code-eval-{your-dataset}:latest python server.py

# 在后台运行程序
# docker run -itd -p 5000:5000 code-eval-{your-dataset}:latest python server.py

# 使用不同的端口
# docker run -itd -p 5001:5001 code-eval-{your-dataset}:latest python server.py --port 5001





注：


	如在评测Go的过程中遇到timeout，请在创建容器时候使用以下命令




docker run -it -p 5000:5000 -e GO111MODULE=on -e GOPROXY=https://goproxy.io code-eval-{your-dataset}:latest python server.py






	为了确保您能够访问服务，通过以下命令检测推理环境和评测服务访问情况。 (如果推理和代码评测在同一主机中运行服务，就跳过这个操作)




ping your_service_ip_address
telnet your_service_ip_address your_service_port







本地代码评测

模型推理和代码评测服务在同一主机，或者同一局域网中，可以直接进行代码推理及评测。注意：DS1000暂不支持，请走异地评测


配置文件

我们已经提供了 huamaneval-x 在 codegeex2 上评估的[配置文件]作为参考(https://github.com/open-compass/opencompass/blob/main/configs/eval_codegeex2.py)。
其中数据集以及相关后处理的配置文件为这个链接 [https://github.com/open-compass/opencompass/tree/main/configs/datasets/humanevalx]， 需要注意 humanevalx_eval_cfg_dict 中的evaluator 字段。

from opencompass.openicl.icl_prompt_template import PromptTemplate
from opencompass.openicl.icl_retriever import ZeroRetriever
from opencompass.openicl.icl_inferencer import GenInferencer
from opencompass.datasets import HumanevalXDataset, HumanevalXEvaluator

humanevalx_reader_cfg = dict(
    input_columns=['prompt'], output_column='task_id', train_split='test')

humanevalx_infer_cfg = dict(
    prompt_template=dict(
        type=PromptTemplate,
        template='{prompt}'),
    retriever=dict(type=ZeroRetriever),
    inferencer=dict(type=GenInferencer, max_out_len=1024))

humanevalx_eval_cfg_dict = {
    lang : dict(
            evaluator=dict(
                type=HumanevalXEvaluator,
                language=lang,
                ip_address="localhost",    # replace to your code_eval_server ip_address, port
                port=5000),               # refer to https://github.com/open-compass/code-evaluator to launch a server
            pred_role='BOT')
    for lang in ['python', 'cpp', 'go', 'java', 'js']   # do not support rust now
}

humanevalx_datasets = [
    dict(
        type=HumanevalXDataset,
        abbr=f'humanevalx-{lang}',
        language=lang,
        path='./data/humanevalx',
        reader_cfg=humanevalx_reader_cfg,
        infer_cfg=humanevalx_infer_cfg,
        eval_cfg=humanevalx_eval_cfg_dict[lang])
    for lang in ['python', 'cpp', 'go', 'java', 'js']
]







任务启动

参考快速上手教程




异地代码评测

模型推理和代码评测服务分别在不可访问的不同机器中，需要先进行模型推理，收集代码推理结果。配置文件和推理流程都可以复用上面的教程。


收集推理结果（仅针对Humanevalx）

OpenCompass 在 tools 中提供了 collect_code_preds.py 脚本对推理结果进行后处理并收集，我们只需要提供启动任务时的配置文件，以及指定复用对应任务的工作目录，其配置与 run.py 中的 -r 一致，细节可参考文档 [https://opencompass.readthedocs.io/zh-cn/latest/get_started/quick_start.html#id4]。

python tools/collect_code_preds.py [config] [-r latest]





收集到的结果将会按照以下的目录结构保存到 -r 对应的工作目录中：

workdir/humanevalx
├── codegeex2-6b
│   ├── humanevalx_cpp.json
│   ├── humanevalx_go.json
│   ├── humanevalx_java.json
│   ├── humanevalx_js.json
│   └── humanevalx_python.json
├── CodeLlama-13b
│   ├── ...
├── CodeLlama-13b-Instruct
│   ├── ...
├── CodeLlama-13b-Python
│   ├── ...
├── ...





对于 DS1000 只需要拿到 opencompasss 对应生成的 prediction文件即可。



代码评测


以下仅支持Humanevalx

确保代码评测服务启动的情况下，使用 curl 提交请求：

curl -X POST -F 'file=@{result_absolute_path}' -F 'dataset={dataset/language}' {your_service_ip_address}:{your_service_port}/evaluate





例如：

curl -X POST -F 'file=@./examples/humanevalx/python.json' -F 'dataset=humanevalx/python' localhost:5000/evaluate





得到结果：

"{\"pass@1\": 37.19512195121951%}"





另外我们额外提供了 with-prompt 选项（默认为True），由于有些模型生成结果包含完整的代码（如WizardCoder），不需要 prompt + prediciton 的形式进行拼接，可以参考以下命令进行评测。

curl -X POST -F 'file=@./examples/humanevalx/python.json' -F 'dataset=humanevalx/python' -H 'with-prompt: False' localhost:5000/evaluate







以下仅支持DS1000

确保代码评测服务启动的情况下，使用 curl 提交请求：

curl -X POST -F 'file=@./internlm-chat-7b-hf-v11/ds1000_Numpy.json' localhost:5000/evaluate





DS1000支持额外 debug 参数，注意开启之后会有大量log


	full: 额外打印每个错误样本的原始prediction，后处理后的predcition，运行程序以及最终报错。


	half: 额外打印每个错误样本的运行程序以及最终报错。


	error: 额外打印每个错误样本的最终报错。




curl -X POST -F 'file=@./internlm-chat-7b-hf-v11/ds1000_Numpy.json' -F 'debug=error' localhost:5000/evaluate





另外还可以通过同样的方式修改num_workers来控制并行数。





进阶教程

除了评测已支持的 humanevalx 数据集以外，用户还可能有以下需求:


支持新数据集

可以参考支持新数据集教程



修改后处理


	本地评测中，可以按照支持新数据集教程中的后处理部分来修改后处理方法；


	异地评测中，可以修改 tools/collect_code_preds.py 中的后处理部分；


	代码评测服务中，存在部分后处理也可以进行修改，详情参考下一部分教程；






代码评测服务 Debug

在支持新数据集或者修改后处理的过程中，可能会遇到需要修改原本的代码评测服务的情况，按照需求修改以下部分


	删除 Dockerfile 中安装 code-evaluator 的部分，在启动容器时将 code-evaluator 挂载




docker run -it -p 5000:5000 -v /local/path/of/code-evaluator:/workspace/code-evaluator code-eval:latest bash






	安装并启动代码评测服务，此时可以根据需要修改本地 code-evaluator 中的代码来进行调试




cd code-evaluator && pip install -r requirements.txt
python server.py
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提示词攻击

OpenCompass 支持PromptBench [https://github.com/microsoft/promptbench]的提示词攻击。其主要想法是评估提示指令的鲁棒性，也就是说，当攻击或修改提示以指导任务时，希望该任务能尽可能表现的像像原始任务一样好。


环境安装

提示词攻击需要依赖 PromptBench 中的组件，所以需要先配置好环境。

git clone https://github.com/microsoft/promptbench.git
pip install textattack==0.3.8
export PYTHONPATH=$PYTHONPATH:promptbench/







如何攻击


增加数据集配置文件

我们将使用GLUE-wnli数据集作为示例，大部分配置设置可以参考config.md获取帮助。

首先，我们需要支持基本的数据集配置，你可以在configs中找到现有的配置文件，或者根据new-dataset支持你自己的配置。

以下面的infer_cfg为例，我们需要定义提示模板。adv_prompt是实验中要被攻击的基本提示占位符。sentence1和sentence2是此数据集的输入。攻击只会修改adv_prompt字段。

然后，我们应该使用AttackInferencer与original_prompt_list和adv_key告诉推理器在哪里攻击和攻击什么文本。

更多详细信息可以参考configs/datasets/promptbench/promptbench_wnli_gen_50662f.py配置文件。

original_prompt_list = [
    'Are the following two sentences entailment or not_entailment? Answer me with "A. entailment" or "B. not_entailment", just one word. ',
    "Does the relationship between the given sentences represent entailment or not_entailment? Respond with 'A. entailment' or 'B. not_entailment'.",
    ...,
]

wnli_infer_cfg = dict(
    prompt_template=dict(
        type=PromptTemplate,
        template=dict(round=[
            dict(
                role="HUMAN",
                prompt="""{adv_prompt}
Sentence 1: {sentence1}
Sentence 2: {sentence2}
Answer:"""),
        ]),
    ),
    retriever=dict(type=ZeroRetriever),
    inferencer=dict(
        type=AttackInferencer,
        original_prompt_list=original_prompt_list,
        adv_key='adv_prompt'))







Add a eval config

我们应该在此处使用 OpenICLAttackTask 来进行攻击任务。还应该使用 NaivePartitioner，因为攻击实验将重复运行整个数据集近百次以搜索最佳攻击，为方便起见我们不希望拆分数据集。

由于上述提到的重复搜索，请选择小型数据集（样本少于1000）进行攻击，否则时间成本将非常大。





在 attack 配置中还有其他几个选项：


	attack：攻击类型，可用选项包括textfooler, textbugger, deepwordbug, bertattack, checklist, stresstest；


	query_budget：查询次数的上界，即运行数据集的总次数；


	prompt_topk：要攻击的前k个提示的数量。在大多数情况下，原始提示列表大于10，运行整个集合是耗时的。




# Please run whole dataset at a time, aka use `NaivePartitioner` only
# Please use `OpenICLAttackTask` if want to perform attack experiment
infer = dict(
    partitioner=dict(type=NaivePartitioner),
    runner=dict(
        type=SlurmRunner,
        max_num_workers=8,
        task=dict(type=OpenICLAttackTask),
        retry=0),
)

attack = dict(
    attack='textfooler',
    query_budget=100,
    prompt_topk=2,
)







运行试验

请当运行攻击实验的时候请使用 --mode infer 选项，并需要指定PYTHONPATH。

python run.py configs/eval_attack.py --mode infer





所有结果都将保存在名为“attack”的文件夹中。
内容包括原始提示的准确性和受到攻击的提示的准确性，以及前k个提示下降的准确性，例如：

Prompt: Assess the connection between the following sentences and classify it as 'A. entailment' or 'B. not_entailment'., acc: 59.15%
Prompt: Does the relationship between the given sentences represent entailment or not_entailment? Respond with 'A. entailment' or 'B. not_entailment'., acc: 57.75%
Prompt: Analyze the two provided sentences and decide if their relationship is 'A. entailment' or 'B. not_entailment'., acc: 56.34%
Prompt: Identify whether the given pair of sentences demonstrates entailment or not_entailment. Answer with 'A. entailment' or 'B. not_entailment'., acc: 54.93%
...
Original prompt: Assess the connection between the following sentences and classify it as 'A. entailment' or 'B. not_entailment'.
Attacked prompt: b"Assess the attach between the following sentences and sorted it as 'A. entailment' or 'B. not_entailment'."
Original acc: 59.15%, attacked acc: 40.85%, dropped acc: 18.31%
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长文本评测指引


介绍

虽然大语言模型（LLM）如GPT-4在处理自然语言任务已经展现出明显的优势，但目前的开源模型大多只能处理数千个token长度以内的文本，这限制了模型阅读书籍、撰写文本摘要等需要处理长文本的能力。为了探究模型在应对长文本能力时的表现，我们采用L-Eval [https://github.com/OpenLMLab/LEval]和LongBench [https://github.com/THUDM/LongBench]两个长文本数据集来测试模型长文本能力。



现有算法及模型

在处理长文本输入时，推理时间开销和灾难性遗忘是大模型面临的两大主要挑战。最近，大量研究致力于扩展模型长度，这些研究集中于以下三个改进方向。


	注意力机制。这些方法的最终目的多为减少query-key对的计算开销，但可能对下游任务的效果产生影响。


	输入方法。部分研究将长文本输入分块或将部分已有文本段重复输入模型以增强模型处理长文本能力，但这些方法只对部分任务有效，难以适应多种下游任务。


	位置编码。这部分研究包括RoPE, ALiBi，位置插值等，在长度外推方面展现出了良好的效果。这些方法已经被用于训练如ChatGLM2-6b-32k和LongChat-32k等长文本模型。




首先，我们介绍一些流行的位置编码算法。


RoPE

RoPE是一种在Transformer中注入位置信息的位置嵌入方法。它使用旋转矩阵对绝对位置进行编码，并同时在自注意力公式中融入显式的相对位置依赖关系。下图是RoPE机制的一个示例。
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主观评测指引


介绍

主观评测旨在评估模型在符合人类偏好的能力上的表现。这种评估的黄金准则是人类喜好，但标注成本很高。

为了探究模型的主观能力，我们采用了JudgeLLM作为人类评估者的替代品（LLM-as-a-Judge [https://arxiv.org/abs/2306.05685]）。

流行的评估方法主要有:


	Compare模式：将模型的回答进行两两比较，以计算对战其胜率。


	Score模式：针对单模型的回答进行打分（例如：Chatbot Arena [https://chat.lmsys.org/]）。




我们基于以上方法支持了JudgeLLM用于模型的主观能力评估（目前opencompass仓库里支持的所有模型都可以直接作为JudgeLLM进行调用，此外一些专用的JudgeLLM我们也在计划支持中）。



目前已支持的主观评测数据集


	AlignBench（https://github.com/THUDM/AlignBench）


	MTBench （https://github.com/lm-sys/FastChat）


	AlpacaEvalv2 （https://github.com/tatsu-lab/alpaca_eval）


	ArenaHard (https://github.com/lm-sys/arena-hard/tree/main)


	CompassArena（内部数据集）






自定义主观数据集评测

主观评测的具体流程包括:


	评测数据集准备


	使用API模型或者开源模型进行问题答案的推理


	使用选定的评价模型(JudgeLLM)对模型输出进行评估


	对评价模型返回的预测结果进行解析并计算数值指标





第一步：数据准备

对于对战模式和打分模式，我们各提供了一个demo测试集如下：

### 对战模式示例
[
    {
        "question": "如果我在空中垂直抛球，球最初向哪个方向行进？",
        "capability": "知识-社会常识",
        "others": {
            "question": "如果我在空中垂直抛球，球最初向哪个方向行进？",
            "evaluating_guidance": "",
            "reference_answer": "上"
        }
    },...]

### 打分模式数据集示例
[
    {
        "question": "请你扮演一个邮件管家，我让你给谁发送什么主题的邮件，你就帮我扩充好邮件正文，并打印在聊天框里。你需要根据我提供的邮件收件人以及邮件主题，来斟酌用词，并使用合适的敬语。现在请给导师发送邮件，询问他是否可以下周三下午15:00进行科研同步会，大约200字。",
        "capability": "邮件通知",
        "others": ""
    },





如果要准备自己的数据集，请按照以下字段进行提供，并整理为一个json文件：


	‘question’：问题描述


	‘capability’：题目所属的能力维度


	‘others’：其他可能需要对题目进行特殊处理的项目




以上三个字段是必要的，用户也可以添加其他字段，如果需要对每个问题的prompt进行单独处理，可以在’others’字段中进行一些额外设置，并在Dataset类中添加相应的字段。



第二步：构建评测配置（对战模式）

对于两回答比较，更详细的config setting请参考 config/eval_subjective_compare.py，下面我们提供了部分简略版的注释，方便用户理解配置文件的含义。

from mmengine.config import read_base
from opencompass.models import HuggingFaceCausalLM, HuggingFace, OpenAI

from opencompass.partitioners import NaivePartitioner
from opencompass.partitioners.sub_naive import SubjectiveNaivePartitioner
from opencompass.runners import LocalRunner
from opencompass.runners import SlurmSequentialRunner
from opencompass.tasks import OpenICLInferTask
from opencompass.tasks.subjective_eval import SubjectiveEvalTask
from opencompass.summarizers import Corev2Summarizer

with read_base():
    # 导入预设模型
    from .models.qwen.hf_qwen_7b_chat import models as hf_qwen_7b_chat
    from .models.chatglm.hf_chatglm3_6b import models as hf_chatglm3_6b
    from .models.qwen.hf_qwen_14b_chat import models as hf_qwen_14b_chat
    from .models.openai.gpt_4 import models as gpt4_model
    from .datasets.subjective_cmp.subjective_corev2 import subjective_datasets

# 评测数据集
datasets = [*subjective_datasets]

# 待测模型列表
models = [*hf_qwen_7b_chat, *hf_chatglm3_6b]

# 推理配置
infer = dict(
    partitioner=dict(type=NaivePartitioner),
    runner=dict(
        type=SlurmSequentialRunner,
        partition='llmeval',
        quotatype='auto',
        max_num_workers=256,
        task=dict(type=OpenICLInferTask)),
)
# 评测配置
eval = dict(
    partitioner=dict(
        type=SubjectiveNaivePartitioner,
        mode='m2n', # m个模型 与 n个模型进行对战
        #  在m2n模式下，需要指定base_models和compare_models，将会对base_models和compare_models生成对应的两两pair（去重且不会与自身进行比较）
        base_models = [*hf_qwen_14b_chat], # 用于对比的基线模型
        compare_models = [*hf_baichuan2_7b, *hf_chatglm3_6b] # 待评测模型
    ),
    runner=dict(
        type=SlurmSequentialRunner,
        partition='llmeval',
        quotatype='auto',
        max_num_workers=256,
        task=dict(
            type=SubjectiveEvalTask,
        judge_cfg=gpt4_model # 评价模型
        )),
)
work_dir = './outputs/subjective/' #指定工作目录，在此工作目录下，若使用--reuse参数启动评测，将自动复用该目录下已有的所有结果

summarizer = dict(
    type=Corev2Summarizer,  #自定义数据集Summarizer
    match_method='smart', #自定义答案提取方式
)





此外，在数据集的配置config中，还可以选择两回答比较时的回答顺序，请参考config/eval_subjective_compare.py,
当infer_order设置为random时，将对两模型的回复顺序进行随机打乱,
当infer_order设置为double时，将把两模型的回复按两种先后顺序进行判断。



第二步：构建评测配置（打分模式）

对于单回答打分，更详细的config setting请参考 config/eval_subjective_score.py，该config的大部分都与两回答比较的config相同，只需要修改评测模式即可，将评测模式设置为singlescore。



第三步 启动评测并输出评测结果

python run.py configs/eval_subjective_score.py -r






	-r 参数支持复用模型推理和评估结果。




JudgeLLM的评测回复会保存在 output/.../results/timestamp/xxmodel/xxdataset/.json
评测报告则会输出到 output/.../summary/timestamp/report.csv。

Opencompass 已经支持了很多的JudgeLLM，实际上，你可以将Opencompass中所支持的所有模型都当作JudgeLLM使用。
我们列出目前比较流行的开源JudgeLLM：


	Auto-J，请参考 configs/models/judge_llm/auto_j




如果使用了该方法，请添加引用:

@article{li2023generative,
  title={Generative judge for evaluating alignment},
  author={Li, Junlong and Sun, Shichao and Yuan, Weizhe and Fan, Run-Ze and Zhao, Hai and Liu, Pengfei},
  journal={arXiv preprint arXiv:2310.05470},
  year={2023}
}
@misc{2023opencompass,
    title={OpenCompass: A Universal Evaluation Platform for Foundation Models},
    author={OpenCompass Contributors},
    howpublished = {\url{https://github.com/open-compass/opencompass}},
    year={2023}
}






	JudgeLM，请参考 configs/models/judge_llm/judgelm




如果使用了该方法，请添加引用:

@article{zhu2023judgelm,
  title={JudgeLM: Fine-tuned Large Language Models are Scalable Judges},
  author={Zhu, Lianghui and Wang, Xinggang and Wang, Xinlong},
  journal={arXiv preprint arXiv:2310.17631},
  year={2023}
}
@misc{2023opencompass,
    title={OpenCompass: A Universal Evaluation Platform for Foundation Models},
    author={OpenCompass Contributors},
    howpublished = {\url{https://github.com/open-compass/opencompass}},
    year={2023}
}






	PandaLM，请参考 configs/models/judge_llm/pandalm




如果使用了该方法，请添加引用:

@article{wang2023pandalm,
  title={PandaLM: An Automatic Evaluation Benchmark for LLM Instruction Tuning Optimization},
  author={Wang, Yidong and Yu, Zhuohao and Zeng, Zhengran and Yang, Linyi and Wang, Cunxiang and Chen, Hao and Jiang, Chaoya and Xie, Rui and Wang, Jindong and Xie, Xing and others},
  journal={arXiv preprint arXiv:2306.05087},
  year={2023}
}
@misc{2023opencompass,
    title={OpenCompass: A Universal Evaluation Platform for Foundation Models},
    author={OpenCompass Contributors},
    howpublished = {\url{https://github.com/open-compass/opencompass}},
    year={2023}
}








主观多轮对话评测

在OpenCompass中我们同样支持了主观的多轮对话评测，以MT-Bench为例，对MTBench的评测可以参见configs/eval_subjective_mtbench.py

在多轮对话评测中，你需要将数据格式整理为如下的dialogue格式

"dialogue": [
            {
                "role": "user",
                "content": "Imagine you are participating in a race with a group of people. If you have just overtaken the second person, what's your current position? Where is the person you just overtook?"
            },
            {
                "role": "assistant",
                "content": ""
            },
            {
                "role": "user",
                "content": "If the \"second person\" is changed to \"last person\" in the above question, what would the answer be?"
            },
            {
                "role": "assistant",
                "content": ""
            }
        ],





值得注意的是，由于MTBench各不同的题目类型设置了不同的温度，因此我们需要将原始数据文件按照温度分成三个不同的子集以分别推理，针对不同的子集我们可以设置不同的温度，具体设置参加configs\datasets\subjective\multiround\mtbench_single_judge_diff_temp.py

如果使用了该方法，请添加引用:

@misc{zheng2023judging,
      title={Judging LLM-as-a-judge with MT-Bench and Chatbot Arena},
      author={Lianmin Zheng and Wei-Lin Chiang and Ying Sheng and Siyuan Zhuang and Zhanghao Wu and Yonghao Zhuang and Zi Lin and Zhuohan Li and Dacheng Li and Eric. P Xing and Hao Zhang and Joseph E. Gonzalez and Ion Stoica},
      year={2023},
      eprint={2306.05685},
      archivePrefix={arXiv},
      primaryClass={cs.CL}
}
@misc{2023opencompass,
    title={OpenCompass: A Universal Evaluation Platform for Foundation Models},
    author={OpenCompass Contributors},
    howpublished = {\url{https://github.com/open-compass/opencompass}},
    year={2023}
}







实战：AlignBench 主观评测


数据集准备

mkdir -p ./data/subjective/

cd ./data/subjective
git clone https://github.com/THUDM/AlignBench.git

# data format conversion
python ../../../tools/convert_alignmentbench.py --mode json --jsonl data/data_release.jsonl







配置文件

请根据需要修改配置文件 configs/eval_subjective_alignbench.py



启动评测

按如下方式执行命令后，将会开始答案推理和主观打分，如只需进行推理，可以通过制定 -m infer实现

HF_EVALUATE_OFFLINE=1 HF_DATASETS_OFFLINE=1 TRANSFORMERS_OFFLINE=1 python run.py configs/eval_subjective_alignbench.py







提交官方评测（Optional）

完成评测后，如需提交官方榜单进行评测，可以使用它tools/convert_alignmentbench.py进行格式转换。


	请确保已完成推理，并获得如下所示的文件:




outputs/
└── 20231214_173632
    ├── configs
    ├── logs
    ├── predictions # 模型回复
    ├── results
    └── summary






	执行如下命令获得可用于提交的结果




python tools/convert_alignmentbench.py --mode csv --exp-folder outputs/20231214_173632






	进入 submission文件夹获得可用于提交的.csv文件




outputs/
└── 20231214_173632
    ├── configs
    ├── logs
    ├── predictions
    ├── results
    ├── submission # 可提交文件
    └── summary
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循环评测


背景

对于选择题而言，当 LLM 给出正确的选项，并不一定代表着它能真正地理解题意并经过推理得出答案，它也有可能是蒙对的。为了将这两种情形区分开，同时也为了降低 LLM 对选项的偏见，我们可以尝试使用循环评测 (CircularEval)。我们会将一道选择题按照打乱选项的方式进行增广，若 LLM 可以在增广后的每道题上均得到正确的答案，那么我们认为在循环评测的意义下，这道题被做对了。



新增自己的循环评测数据集

一般来说，为了将一个数据集使用循环评测的方式进行评测，它的加载方式和评测方式是需要被重写的，OpenCompass 主库和配置文件均需要进行修改。后续我们以 C-Eval 为例进行讲解。

OpenCompass 主库：

from opencompass.datasets.ceval import CEvalDataset
from opencompass.datasets.circular import CircularDatasetMeta

class CircularCEvalDataset(CEvalDataset, metaclass=CircularDatasetMeta):
    # 被重载的数据集类
    dataset_class = CEvalDataset

    # 若原 load 方法得到一 DatasetDict，其哪些 split 需要被循环评测。CEvalDataset load 得到 [dev, val, test]，我们只需要对 val 和 test 进行循环评测，dev 不需要
    default_circular_splits = ['val', 'test']

    # 需要被打乱的 key 列表
    default_option_keys = ['A', 'B', 'C', 'D']

    # 若 answer_key 的内容属于是 ['A', 'B', 'C', 'D'] 之一，并表示正确答案。该字段表示打乱选项后，需要如何更新正确答案。与 default_answer_key_switch_method 二选一
    default_answer_key = 'answer'

    # 如果 answer_key 的内容不属于 ['A', 'B', 'C', 'D'] 之一，那么可以使用函数的方式来指定打乱选项后的正确答案。与 default_answer_key 二选一
    # def default_answer_key_switch_method(item, circular_pattern):
    #     # item 是原本的数据项
    #     # circular_pattern 是一个 tuple，表示打乱选项后的顺序，例如 ('D', 'A', 'B', 'C') 表示原来的 A 选项变成了 D，原来的 B 选项变成了 A，以此类推
    #     item['answer'] = circular_pattern['ABCD'.index(item['answer'])]
    #     return item





CircularCEvalDataset 会接受 circular_pattern 参数，它有两个取值:


	circular: 表示单项循环。默认为该值。ABCD 会被扩充为 ABCD, BCDA, CDAB, DABC, 共 4 种


	all_possible: 表示全排列。ABCD 会被扩充为 ABCD, ABDC, ACBD, ACDB, ADBC, ADCB, BACD, …, 共 24 种




另外我们提供了一个 CircularEvaluator 用于替换 AccEvaluator，该 Evaluator 同样接受 circular_pattern，该参数应与上述保持一致。它会产出以下指标：


	acc_{origin|circular|all_possible}: 将打乱后选项顺序后的题目视作多道单独的题目，计算准确率


	perf_{origin|circular|all_possible}: 按照 circular 的逻辑，若选项打乱后的题目都回答正确，才会视为这道题正确，计算准确率


	more_{num}_{origin|circular|all_possible}: 按照 circular 的逻辑，若选项打乱后的题目回答正确的数量大于等于 num，就会视为这道题正确，计算准确率




OpenCompass 配置文件：

from mmengine.config import read_base
from opencompass.datasets.circular import CircularCEvalDataset

with read_base():
    from .datasets.ceval.ceval_gen_5f30c7 import ceval_datasets

for d in ceval_datasets:
    # 重载 load 方法
    d['type'] = CircularCEvalDataset
    # 为了与非循环评测版本做区分而进行改名
    d['abbr'] = d['abbr'] + '-circular-4'
    # 重载评测方法
    d['eval_cfg']['evaluator'] = {'type': CircularEvaluator}

# 上述操作后的 dataset 形如下：
# dict(
#     type=CircularCEvalDataset,
#     path='./data/ceval/formal_ceval',  # 未改变
#     name='computer_network',  # 未改变
#     abbr='ceval-computer_network-circular-4',
#     reader_cfg=dict(...),  # 未改变
#     infer_cfg=dict(...),  # 未改变
#     eval_cfg=dict(evaluator=dict(type=CircularEvaluator), ...),
# )





另外评测时为了针对循环评测有更良好的结果呈现，建议考虑使用以下 summarizer

from mmengine.config import read_base
from opencompass.summarizers import CircularSummarizer

with read_base():
    from ...summarizers.groups.ceval import ceval_summary_groups

new_summary_groups = []
for item in ceval_summary_groups:
    new_summary_groups.append(
        {
            'name': item['name'] + '-circular-4',
            'subsets': [i + '-circular-4' for i in item['subsets']],
        }
    )

summarizer = dict(
    type=CircularSummarizer,
    # 选择具体看哪些指标
    metric_types=['acc_origin', 'perf_circular'],
    dataset_abbrs = [
        'ceval-circular-4',
        'ceval-humanities-circular-4',
        'ceval-stem-circular-4',
        'ceval-social-science-circular-4',
        'ceval-other-circular-4',
    ],
    summary_groups=new_summary_groups,
)





更多复杂的评测案例可以参考这个样例代码: https://github.com/open-compass/opencompass/tree/main/configs/eval_circular.py
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数据污染评估

数据污染 是指本应用在下游测试任务重的数据出现在了大语言模型 (LLM) 的训练数据中，从而导致在下游任务 (例如，摘要、自然语言推理、文本分类) 上指标虚高，无法反映模型真实泛化能力的现象。

由于数据污染的源头是出现在 LLM 所用的训练数据中，因此最直接的检测数据污染的方法就是将测试数据与训练数据进行碰撞，然后汇报两者之间有多少语料是重叠出现的，经典的 GPT-3 论文 [https://arxiv.org/pdf/2005.14165.pdf]中的表 C.1 会报告了相关内容。

但如今开源社区往往只会公开模型参数而非训练数据集，在此种情况下 如何判断是否存在数据污染问题或污染程度如何，这些问题还没有被广泛接受的解决方案。OpenCompass 提供了两种可能的解决方案。


基于自建同分布数据的污染数据标注

我们参考了 Skywork [https://arxiv.org/pdf/2310.19341.pdf] 中 5.2 节提到的方法，直接使用了 Skywork 上传到 HuggingFace 上的数据集 mock_gsm8k_test [https://huggingface.co/datasets/Skywork/mock_gsm8k_test]。

在该方法中，作者使用 GPT-4 合成了一批与原始 GSM8K 风格类似的数据，然后使用模型分别计算在 GSM8K 训练集 (train)，GSM8K 测试集 (test)，GSM8K 参考集 (ref) 上的困惑度。由于 GSM8K 参考集是最新生成的，作者认为它必然不属于任何模型的任何训练集中，即它是干净的。作者认为：


	若 测试集 的困惑度远小于 参考集 的困惑度，那么 测试集 可能出现在了模型的训练阶段；


	若 训练集 的困惑度远小于 测试集 的困惑度，那么 训练集 可能被模型过拟合了。




我们可以参考使用以下配置文件:

from mmengine.config import read_base

with read_base():
    from .datasets.gsm8k_contamination.gsm8k_contamination_ppl_ecdd22 import gsm8k_datasets  # 包含训练、测试、参考集
    from .models.qwen.hf_qwen_7b import models as hf_qwen_7b_model  # 待审查的模型
    from .models.yi.hf_yi_6b import models as hf_yi_6b_model

datasets = [*gsm8k_datasets]
models = [*hf_qwen_7b_model, *hf_yi_6b_model]





其样例输出如下：

dataset          version    metric       mode       internlm-7b-hf    qwen-7b-hf    yi-6b-hf    chatglm3-6b-base-hf    qwen-14b-hf    baichuan2-13b-base-hf    internlm-20b-hf    aquila2-34b-hf  ...
---------------  ---------  -----------  -------  ----------------  ------------  ----------  ---------------------  -------------  -----------------------  -----------------  ----------------  ...
gsm8k-train-ppl  0b8e46     average_ppl  unknown              1.5           0.78        1.37                   1.16           0.5                      0.76               1.41              0.78  ...
gsm8k-test-ppl   0b8e46     average_ppl  unknown              1.56          1.33        1.42                   1.3            1.15                     1.13               1.52              1.16  ...
gsm8k-ref-ppl    f729ba     average_ppl  unknown              1.55          1.2         1.43                   1.35           1.27                     1.19               1.47              1.35  ...





目前该方案仅支持 GSM8K 数据集，我们欢迎社区贡献更多的数据集。

如果使用了该方法，请添加引用:

@misc{2023opencompass,
    title={OpenCompass: A Universal Evaluation Platform for Foundation Models},
    author={OpenCompass Contributors},
    howpublished = {\url{https://github.com/open-compass/opencompass}},
    year={2023}
}
@misc{wei2023skywork,
      title={Skywork: A More Open Bilingual Foundation Model},
      author={Tianwen Wei and Liang Zhao and Lichang Zhang and Bo Zhu and Lijie Wang and Haihua Yang and Biye Li and Cheng Cheng and Weiwei Lü and Rui Hu and Chenxia Li and Liu Yang and Xilin Luo and Xuejie Wu and Lunan Liu and Wenjun Cheng and Peng Cheng and Jianhao Zhang and Xiaoyu Zhang and Lei Lin and Xiaokun Wang and Yutuan Ma and Chuanhai Dong and Yanqi Sun and Yifu Chen and Yongyi Peng and Xiaojuan Liang and Shuicheng Yan and Han Fang and Yahui Zhou},
      year={2023},
      eprint={2310.19341},
      archivePrefix={arXiv},
      primaryClass={cs.CL}
}







基于经典预训练集的污染数据标注

感谢 Contamination_Detector [https://github.com/liyucheng09/Contamination_Detector] 以及 @liyucheng09 提供了本方法。

在该方法中，作者将测试数据集 (例如 C-Eval, ARC, HellaSwag 等) 使用 Common Crawl 数据库和 Bing 搜索引擎来进行检索，然后依次标记每条测试样本是 干净的 / 题目被污染的 / 题目和答案均被污染的。

测试时，OpenCompass 会分别汇报 ceval 在三种标签所组成的子集上的准确率或困惑度。一般来说，准确率从低到高依次是 干净的，题目被污染的，题目和答案均被污染的 子集。作者认为：


	若三者性能较为接近，则模型在该测试集上的污染程度较轻；反之则污染程度较重。




我们可以参考使用以下配置文件 link [https://github.com/open-compass/opencompass/blob/main/configs/eval_contamination.py]：

from mmengine.config import read_base

with read_base():
    from .datasets.ceval.ceval_clean_ppl import ceval_datasets  # 有污染标记的 ceval 数据集
    from .models.yi.hf_yi_6b import models as hf_yi_6b_model  # 待审查的模型
    from .models.qwen.hf_qwen_7b import models as hf_qwen_7b_model
    from .summarizers.contamination import ceval_summarizer as summarizer  # 输出格式整理

datasets = [*ceval_datasets]
models = [*hf_yi_6b_model, *hf_qwen_7b_model]





其样例输出如下：

dataset                                         version    mode    yi-6b-hf          -                              -                                        qwen-7b-hf        -                              -                                        ...
----------------------------------------------  ---------  ------  ----------------  -----------------------------  ---------------------------------------  ----------------  -----------------------------  ---------------------------------------  ...
-                                               -          -       accuracy - clean  accuracy - input contaminated  accuracy - input-and-label contaminated  accuracy - clean  accuracy - input contaminated  accuracy - input-and-label contaminated  ...
...
ceval-humanities                                -          ppl     74.42             75.00                          82.14                                    67.44             50.00                          70.54                                    ...
ceval-stem                                      -          ppl     53.70             57.14                          85.61                                    47.41             52.38                          67.63                                    ...
ceval-social-science                            -          ppl     81.60             84.62                          83.09                                    76.00             61.54                          72.79                                    ...
ceval-other                                     -          ppl     72.31             73.91                          75.00                                    58.46             39.13                          61.88                                    ...
ceval-hard                                      -          ppl     44.35             37.50                          70.00                                    41.13             25.00                          30.00                                    ...
ceval                                           -          ppl     67.32             71.01                          81.17                                    58.97             49.28                          67.82                                    ...





目前该方案仅支持 C-Eval, MMLU, HellaSwag 和 ARC 数据集，Contamination_Detector [https://github.com/liyucheng09/Contamination_Detector] 中还包含了 CSQA 和 WinoGrande，但目前还没有在 OpenCompass 中实现。我们欢迎社区贡献更多的数据集。

如果使用了该方法，请添加引用:

@misc{2023opencompass,
    title={OpenCompass: A Universal Evaluation Platform for Foundation Models},
    author={OpenCompass Contributors},
    howpublished = {\url{https://github.com/open-compass/opencompass}},
    year={2023}
}
@article{Li2023AnOS,
  title={An Open Source Data Contamination Report for Llama Series Models},
  author={Yucheng Li},
  journal={ArXiv},
  year={2023},
  volume={abs/2310.17589},
  url={https://api.semanticscholar.org/CorpusID:264490711}
}
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CompassBench 介绍

为支持OpenCompass的年度榜单，本文将提供CompassBench的整体介绍。

本次评测将在语言、知识、创作、推理、数学、代码、长文本、智能体能力的多项任务上开展评测，现提供任务介绍和题目示例。


	评测方式采样主观与客观相结合的方式，具体根据各个任务不同进行具体设计。


	针对推理、数学、代码、智能体等任务，将会采用Few-shot + CoT的评测方式。


	对于填空题，通过在Prompt中提供Few-shot和输出格式约束来协助抽取答案。


	对于选择题，针对同一问题，通过变换提问方式，减少随机影响。


	对于开放式问题的评测，对同一问题进行多次采样，并采用多维度打分的方式进行评价。





OpenCompass在客观题评测的后处理上已进行较多优化，并在评测时在Prompt中对回答格式进行约束，对于因指令跟随问题带来的无法完成答案提取的情况，将视为回答错误。OpenCompass将会在下一期加入指令跟随能力的评测。






	能力

	任务

	介绍

	题目示例





	语言

	信息抽取

	信息抽取是指从文本中提取出特定类型的信息。这类任务通常用于处理结构化数据、知识图谱、问答系统等场景。

	"question": "野马队在分区轮以 23–16 击败了匹兹堡钢人队，在比赛的最后三分钟拿下 11 分。然后他们在美式足球联合会 (AFC) 锦标赛上以 20–18 击败了第 49 届超级碗卫冕冠军新英格兰爱国者队，在比赛还剩 17 秒 时拦截了新英格兰队的两分转换传球。尽管曼宁在本赛季的拦截上有问题，但他在两场季后赛中未投任何球。\n野马队在 AFC 锦标赛中打败了谁？"



	语言

	意图识别

	意图识别是对用户输入的文本或语音进行分析，判断其意图或需求。这类任务应用于智能客服、语音助手、聊天机器人等场景。

	"question": "中国文化的天人合一思想\n中西文化的基本差异之一就是，在人与自然的关系问题上，中国文化比较重视人与自然的和谐统一，而西方文化则强调，人要征服自然、改造自然才能求得自己的生存和发展。中国文化的这种特色，有时通过“天人合一”的命题表述出来。中国古代思想家一般都反对把天与人割裂开来、对立起来，而主张天人协调、天人合一。\n天人合一问题，就其理论实质而言，是关于人与自然的统一问题，或者说是自然界和精神的统一问题。应当承认，中国传统文化中的天人合一思想，内容十分复杂，其中既有正确的观点，也有错误的观点，我们必须实事求是地予以分析。但是，从文化的民族性以及对民族文化的推进作用和深远影响看，我们应当大胆肯定。中国古代思想家关于天人合一的思想，其最基本的涵义，就是充分肯定自然界和精神的统一，关注人类行为与自然界的协调问题。从这个意思上说，天人合一思想的，是非常有价值的。\n恩格斯对自然和精神的统一问题，有过一系列精辟的论述。他说：“我们一天天地学会更加正确地理解自然规律，学会认识我们对于自然界的惯常行程的干涉所引起的比较近或比较远的影响。”他还说：“自然界和精神是统一的。自然界不能是无理性的……而理性是不能和自然界矛盾的。”“思维规律和自然规律，只要它们被正确地认识，必然是互相一致的。”恩格斯的这些论述，深刻地揭示了自然和精神统一问题的丰富内涵。根据恩格斯的这些论述，考察中国古代的天人合一思想，不难看出，这种思想有着深刻的合理性。\n中国古代的天人合一思想，强调人与自然的统一，人的行为与自然的协调，道德理性与自然理性的一致，充分显示了中国古代思想家对于主客体之间、主观能动性和客观规律之间关系的辩证思考。根据这种思想，人不能违背自然规律，不能超越自然界的承受力去改造自然、征服自然、破坏自然，而只能在顺从自然规律的条件下去利用自然、调整自然，使之更符合人类的需要，也使自然界的万物都能生长发展。另一方面，自然界也不是主宰人其社会的神秘力量，而是可以认识、可以为我所用的客观对象。这种思想长期实践的结果，是达到自然界与人的统一，人的精神、行为与外在自然的统一，自我身心平衡与自然环境平衡的统一，以及由于这些统一而达到的天道与人道的统一，从而实现完满和谐的精神追求。中国文化的天人合一思想，对于解决当今世界由于工业化和无限制地征服自然而带来的自然环境被污染、生态平衡遭破坏等问题，具有重要的启迪意义；对于我们今天正在进行的社会主义现代化建设，更有着防患于未然的重大现实意义。\n（选自张岱年等主编的《中国文化概论》，有删改）\n根据原文提供的信息，下列推断不正确的一项是","A": "对人与自然关系的认识，中国古代天人合一思想有优于西方文化的地方。","B": "现代人重视和研究天人合一思想，是基于对现实及发展问题的思考。", "C": "肯定天人合一思想的合理性，并不意味着对其思想内容的全盘接受。", "D": "以天人合一思想为指导，可解决当今世界因工业化带来的各种社会问题。",



	语言

	情感分析

	情感分析是对文本中的情感或情绪进行识别和分析的任务。这类任务可用于情感倾向分析场景。例如，分析社交媒体上的用户评论，了解新闻或事件的倾向。

	"question": "请问以下评价是正面评价还是负面评价？\n大众点评网的霸王餐，200份华辉拉肠双人试吃，员村一店是已经有经营两年以上的，年前装修过，干净齐整，下单的服务员亲切有礼，可能我是第一个用代码验证的，中间拖了点时间去验证，幸好周日10点左右没有平时的多人。拉肠一如既往的滑，皮蛋瘦肉粥很绵，皮蛋瘦肉超多，肉肠是一底带肉一底斋肠，以前没吃过鸡蛋肠觉得6蚊不太划算，现在发现是有三底肠粉的哦，不太喜欢吃肉的可以试下，很饱肚，鼓油是吃过这么多家肠粉店味道调得最好的。","A": "正面评价", "B": "负面评价"



	语言

	内容总结

	内容总结是将一篇较长的文本压缩成一篇简短的概括性摘要。这类任务适用于需要快速了解文档核心内容的情境，如新闻标题、电子邮件摘要

	联合国减灾办公室负责人格拉瑟。联合国减灾办公室2016年2月11日联合国减灾办公室今天表示,2015年是有记录以来最热的一个年份,在这一年当中,自然灾害影响了近1亿人口。减灾办公室呼吁各国采取行动,应对气候变化,在最大程度上做出努力,防止和减少灾害的发生。联合国减灾办公室所公布的最新数据显示,在过去一年当中,受到灾害影响最重的国家都在亚洲,它们是中国、印度、菲律宾和印度尼西亚。自然灾害共导致2万2000人死亡,带来的经济损失约合660亿美元。然而,尽管这一数字惊人,但却低于1400亿的10年平均数字。其中的部分原因是各国政府采取了更好的防范措施。数据显示,2015年有5000万人深受旱灾之苦,增幅达40%。联合国减灾办公室负责人格拉瑟表示,2015年是记载中最热的一个年份,成因是气候变化和厄尔尼诺天气现象。他指出,最令人感到不安的一个趋势是2015年有记录的主要干旱增加了一倍。他强调,数据表明,减少温室气体排放和适应气候变化对于减少灾害风险至关重要。



	语言

	内容评价

	内容评价是对文本的质量、价值或观点进行判断和评价的任务。这类任务可用于评论筛选、观点挖掘等场景。

	"question": "以下是一个问题以及针对该问题的两个答案，哪个答案更好？\n问题：创建一篇1000字的非剽窃新闻文章，关于任天堂将于2月8日星期三播出新的任天堂直面会，承诺将公布即将推出的Switch游戏的新细节。2月的任天堂直面会将在东部时间下午5点/太平洋时间下午2点，在公司的YouTube频道上直播。\n\n任天堂表示，星期三的任天堂直面会将持续“大约”40分钟，并将重点放在即将在2023年上半年推出的Nintendo Switch游戏上。\n\n任天堂宣布的Nintendo Switch游戏阵容包括《星之卡比：梦之泉豪华版》，这是2011年Wii游戏的重制版；《魔兵雅各：樱花与失落的恶魔》，这是一个以童话为灵感的冒险故事，主角是年轻的魔兵雅各；《塞尔达传说：王国之泪》，是《荒野之息》的续作；以及《皮克敏4》，这是一款长期运行的策略/动作系列的新作，仍然有些神秘。\n\n此外，任天堂的计划中，但日期尚未确定的还有《超级战争大战1+2：重启营》，这是两款Game Boy Advance时代的《超级战争》游戏的重制版。经过长时间的延迟，Switch版的《超级战争》合集据传很快就要推出。当然，任天堂在2023年还有其他一些大计划，包括2月17日在好莱坞环球影城开设的超级任天堂乐园主题公园，以及4月7日上映的《超级马里奥兄弟》电影。格斗游戏确实很酷，但可能会让人望而生畏。你可能会看到铁拳或街霸这样的竞技世界，然后想，“我可能很菜！而且没有正确的装备！而且我不懂这些术语！”但是停下来。你可以进入格斗游戏。对Pat Gill来说，这段旅程真的很有意义。以下是他如何拥抱格斗游戏，以及你也可以。\n答案 1：任天堂粉丝们正急切地期待着最新的任天堂直面发布会，该发布会定于2月8日星期三播出。该发布会将在公司的YouTube频道上以东部时间下午5点/太平洋时间下午2点的直播形式进行，承诺提供有关任天堂Switch即将推出的游戏的令人兴奋的新细节。\n\n据任天堂称，直面发布会将持续大约40分钟，专门关注2023年上半年将为Switch发布的游戏。已经宣布的一些游戏标题包括《星之卡比：梦之泉DX》、《魔兽传说：樱花与失落的恶魔》、《塞尔达传说：王国的泪滴》和《皮克敏4》。\n\n任天堂日程表上最受期待的游戏之一是《超级战争大战1+2：重启训练营》，这是两款经典Game Boy Advance游戏的重制版。尽管尚未正式宣布发行日期，但有传言称游戏将在经过长时间延迟后很快推出。\n\n除了游戏阵容外，任天堂还计划在2023年推出许多其他令人兴奋的项目，包括2月17日在好莱坞环球影城开放的超级任天堂乐园主题公园，以及4月7日上映的《超级马里奥兄弟》电影。\n\n对于格斗游戏爱好者来说，任天堂直面发布会承诺将是一个令人兴奋的活动，将提供任天堂Switch最新和最伟大游戏的一瞥。无论您是经验丰富的玩家还是刚刚开始，直面发布会中肯定会有适合每个人的内容。因此，请务必在2月8日星期三收看，以获取来自任天堂的所有最新消息和更新！\n答案 2：任天堂宣布将于2月8日星期三下午5点EST/下午2点PST，在公司的YouTube频道上播出新的任天堂Direct演示。演示将持续大约40分钟，并将提供有关2023年上半年即将推出的任天堂Switch游戏的新细节。\n\n公司宣布的任天堂Switch阵容包括《星之卡比：梦之返乡豪华版》，这是2011年Wii游戏的重制版；《魔兽师起源：赛瑞莎与失落的恶魔》，一个以童话为灵感的冒险，主角是年轻的贝约奈塔；《塞尔达传说：王国之泪》，《荒野之息》的续作；以及《皮克敏4》，这是一款长寿的策略/动作系列的新作，仍然有些神秘。\n\n此外，任天堂还有一些其他大计划，包括在2023年2月17日在好莱坞环球影城开设超级任天堂乐园主题公园，以及于4月7日上映《超级马里奥兄弟电影》。\n\n格斗游戏是一种受欢迎的游戏类型，可能是一种令人望而生畏的爱好。然而，人们是可以享受格斗游戏的，Pat Gill就是如何拥抱这种爱好的一个很好的例子。他从一个初学者开始，发现这是一段有意义的旅程。只要有正确的心态和资源，任何人都可以参与格斗游戏，并享受它们所提供的刺激和竞争。" 



	语言

	多语言翻译

	多语言翻译是将一种语言的文本转换为另一种语言的文本。这类任务适用于跨语言沟通、在线翻译等场景。

	"question": "Translate the following sentence from English to French: \"He [Wales] basically lied to us from the start. First, by acting as if this was for legal reasons. Second, by pretending he was listening to us, right up to his art deletion."



	语言

	中华传统文化理解

	中华传统文化涉及对中国古代文学、艺术、哲学、历史等领域的研究

	 "question": "王实甫在《西厢记》中写道：“淋漓襟袖啼红泪，比司马青衫更湿”，其中“司马青衫”指的是什么"



	语言

	中文语意理解

	中文语意理解涉及理解文本中的词汇、短语和句子之间的语义关系，包括但不限于近义词、反义词、整体-部分关系、修饰关系等。

	 "question": "“繁荣”与以下哪个词具有近义关系？", "A": "盛世", "B": "荣誉", "C": "繁花", "D": "昌盛"



	语言

	多轮对话

	评价模型能否在多轮对话中保持上下文一致性和连贯性的能力，评估模型是否能够理解并记住对话的上下文信息，记住之前的对话内容。

	[{'role': 'user','content': '我在做一项关于智能手机市场的研究，需要整理一些数据成 Markdown 表格。数据包括品牌名称、市场份额和热销型号。品牌有苹果、三星和华为。苹果的市场份额是30%，热销型号是iPhone 13；三星市场份额是25%，热销型号是Galaxy S21；华为市场份额是20%，热销型号是Mate 40。请帮我做一个表格。'},{'role': 'user','content': '看起来不错，不过我希望表格中的市场份额列展示为百分比和实际销量。苹果的销量是8000万部，三星是6000万部，华为是5000万部。'},  {'role': 'user', 'content': '很好。现在请把表格的标题中文改成英文，并且各列改成对齐方式：品牌列左对齐，市场份额列居中对齐，热销型号列右对齐。'},{'role': 'user', 'content': '可以，我注意到我们可能需要添加一列来表示这些品牌的总收入，苹果为500亿美元，三星为400亿美元，华为为350亿美元。此外，请按市场销量对行进行排序。'}]



	知识

	生活常识

	考察普通社会上智力正常的人皆有或普遍拥有的，大众化的知识

	"question": "世界四大文明古国有哪些？



	知识

	自然科学（理科）

	关于自然现象的具体科学，研究自然界的本质和规律（理科）：包括不限于数学，物理学，化学，生物学，天文学等

	"question": "群的研究对象是什么？"



	知识

	自然科学（工科）

	关于自然现象的具体科学，研究自然界的本质和规律（工科）：包括不限于计算机科学，医学，建筑学，材料学，机械学，测量学，气象学，环境学等

	"question": "下列关于信息安全的说法，正确的是（ ）。", "options": ["打开朋友转发的网页链接一定是安全的", "安装了杀毒软件后电脑就不会感染病毒", "数据加密是一种提高信息安全性的有效措施", "手机指纹识别技术能确保手机所有信息的安全"]



	知识

	社会科学

	研究社会现象的具体科学，力求揭示社会的本质和规律，例如经济学，政治学，军事学，社会学，管理学，教育学等。社会科学主要以人类社会的组织与结构、体制与关系、功能与效率、秩序与规范为研究认识之对象，并通过这种知识来为人类社会的有序管理、高效运作提供知识、理论和手段

	"question": "为了避免资金供应短缺和倒闭，企业经营者需要做什么？"



	知识

	人文科学

	设设计对人的问题的类型思考与情感体验，围绕着关乎人的心灵世界、关乎人的精神生命主题而展开的种种思想、观念、知识和理论的探索。它以人类自身，特别是人的内心情感世界为研究中心，以人自身的发展和完善作为学术探索的出发点和归宿。包括不限于文学，历史学、哲学、艺术、语言等

	"question": "光绪二十四年(1898)五月，维新派代表人物康有为从“中体西用”的角度论述了科举制度改革的必要性。这表明他( )", "options": ["在戊戌变法初期思想趋于保守", "认同洋务派的“中体西用”思想", "在教育改革方面与洋务派观点一致", "所说的“体”和“用”与洋务派不同"]



	创作

	内容扩写

	给定标题或者大纲的基础上，通过增加细节、描述和解释，使内容更加丰富、饱满和具有表现力。这种方法主要用于散文、小说等文学创作，以及学术论文、报告等实用文本

	请根据我给出的[外星人入侵、核弹、流亡]这些关键词来撰写一篇[科幻]题材的短篇故事。 \n故事需要拥有[引人入胜]的开头以及[反转]的结局，故事线[跌宕起伏]。\n注意请使用[刘慈欣]的写作风格为我撰写这篇故事。减少赘述，内容中不要有重复或意思相近的段落，大约800字



	创作

	内容续写

	现有文本的基础上，继续编写后面的内容。这种方法主要用于小说、故事等叙事性文本。续写部分通常要保持与原有文本的风格、情节和人物设定相一致，同时要求作者具备较强的想象力和创造力。

	题目：《新型能源技术在工业生产中的应用与效益》随着能源需求的不断增长和传统能源的有限性，新型能源技术在工业领域的应用备受瞩目。本文将着重探讨新型能源技术对工业生产的潜在影响，以及其在提高生产效益和减少环境影响方面的作用。请按照以上题目和摘要，完成一篇不少于1000字的论文



	创作

	内容改写

	不改变原文主题和基本结构的前提下，对文本进行一定程度的修改、重组和优化。这种方法主要用于修改学术论文、报告、文章等。内容改写的目的是提高文本的表达能力、逻辑性和可读性，同时避免重复。

	请帮我总结一封电子邮件的内容，总结需要包含以下四个部分：\n【重要性】根据内容判断事项是否重要，结果包含重要、不重要\n【紧急性】根据内容判断事项是否紧急，结果包含紧急、不紧急\n【核心内容】使用一句简短的话总结邮件最核心的内容。\n【需要回复内容】请判断邮件中哪些内容需要获得我的回复/确认，以列表形式呈现。\n 接下来，请根据下面邮件的内容，进行摘要：\n亲爱的全体员工:\n为了改善大家的身心健康,增强工作效率,公司特别安排了一场瑜伽兴趣培训,现将培训内容通知如下:\n日期及时间:8月15日(周六)上午9:00至11:00\n地点:公司三楼活动室(面积120平米,可容纳30人参加培训)\n培训内容:\n专业瑜伽教练将为大家进行基础的瑜伽技能和健康知识培训。 瑜伽是一种低强度有氧运动,适合各年龄层人群。它能够通过姿势练习、呼吸技巧等,改善身体的柔韧性和平衡感,帮助人体各系统更好地运行,有效减压提神。\n本次培训重点讲解:\n1)基本的瑜伽哲学及其健康效果介绍\n2)冥想和呼吸技巧演练\n3)10多个常见的基础瑜伽姿势示范及练习(包括猿人式、波浪式、斜 Supported Headstand 等)\n4)瑜伽练习时需要注意的安全事项\n5)瑜伽适宜穿戴的服装和个人物品\n6)参与培训后如何延续瑜伽运动\n培训具体流程:\n9:00-9:30 瑜伽基本概念介绍\n9:30-10:10 练习冥想、呼吸及基础姿势\n10:10-10:30 小休10分钟\n10:30-11:00 继续练习高难度姿势并解答问题\n如有意参加本次瑜伽兴趣培训,请于8月10日前用邮件或电话方式告知我们,我方将安排培训。\n若您有任何问题或建议,也欢迎与我联系。感谢您的收听与参与。



	推理

	逻辑推理

	综合考察模型的几种常见逻辑推理模式：如演绎、归纳和溯因。

	"question": "在接下来的文本中，符号 -> 代表着一个简单的数学运算。\n695 - 472 -> 229\n222 - 62 -> 166\n689 - 439 -> ?",



	推理

	常识推理

	常识推理是指基于日常生活中积累的知识和经验，对事物进行合理推断和判断的过程。它涉及到对常见事物、现象和规律的理解，通过综合分析得出合理的结论。

	"question": "美即好效应，指对一个外表英俊漂亮的人，人们很容易误认为他或她的其他方面也很不错。根据上述定义，下列哪项属于美即好效应？（ ）", "A": "外表英俊漂亮的人在应聘中更受招聘者的青睐", "B": "小芳认为自己的女儿是幼儿园中最漂亮的孩子", "C": "人们常说女孩因为可爱而美丽并非因为美丽而可爱", "D": "购物网站上有一个漂亮的模特往往会提高产品的销量"



	数学

	初等数学

	初等教育数学能力（小学数学）

	"question": "小芳手上有40元。她的爸爸又给了她100元。她花了30元买了一条牛仔裤，又花了20元买了一个包。那么小芳还剩下多少钱呢？"



	数学

	中等数学

	中等教育数学能力（初中和高中数学）

	"question": "某地开展建设绿色家园活动,活动期间,计划每天种植相同数量的树木.该活动开始后,实际每天比原计划每天多植树$50$棵,实际植树$400$棵所需时间与原计划植树$300$棵所需时间相同.设实际每天植树$x$棵,则下列方程正确的是（  ）", "options": ["$\\frac{{400}}{{x-50}}=\\frac{{300}}{x}$", "$\\frac{{300}}{{x-50}}=\\frac{{400}}{x}$", "$\\frac{{400}}{{x+50}}=\\frac{{300}}{x}$", "$\\frac{{300}}{{x+50}}=\\frac{{400}}{x}$"]



	数学

	高等

	高教育数学能力（大学和研究生数学）

	"question": "已知有向曲线 $L$ 为球面 $x^2+y^2+z^2=2x$ 与平面 $2x-z-1=0$ 的交线，从 $z$ 轴正向往 $z$ 轴负向看去为逆时针方向，计算曲线积分$\\int_L(6xyz-yz^2)dx+2x^2zdy+xyzdz$.", "options": [ "$\\frac{4\\pi}{7\\sqrt5}$", "$\\frac{3\\pi}{7\\sqrt5}$", "$\\frac{3\\pi}{5\\sqrt5}$", "$\\frac{4\\pi}{5\\sqrt5}$"]



	代码

	代码理解

	输入为用户的需求文字或者部分代码，考察模型的逻辑推理能力和代码生成能力，考察模型对各类编程语言的掌握程度。内容包括不限于：算法和数据结构能力考察编程语言语法考察跨编程语言转换

	"question": "编写一个 Python 函数，用于检查两个数字是否仅在一个位置上不同。"



	代码

	代码分析

	考察模型对代码的理解和分析能力，给定一段代码，进行代码意图分析，代码规范检查，错误检查等

	"question":"\n\ndef truncate_number(number: float) -> float:\n    \"\"\" 给定一个正的浮点数，可以将其分解为整数部分（小于给定数字的最大整数）和小数部分（余数部分总是小于1）。\n\n    返回该数字的小数部分。\n    >>> truncate_number(3.5)\n    0.5\n    \"\"\"",



	长文本

	长文本理解与推理

	考察模型在不同的长度上下文（2k, 4k, 8k, 16k, 32k）情况下的理解和推理能力

	略



	智能体

	任务规划

	智能体根据用户的需求目标和具备工具条件，进行合理的任务拆解，科学地安排子任务的执行顺序和策略，对任务执行路径进行设计和规划，选择合适的策略。

	略



	智能体

	工具调用

	评估模型能否准确的调用合适的API，在调用API时能否正确的传递参数

	略



	智能体

	反思能力

	评估模型在子任务执行失败时，是否具有反思和重新规划任务路径的能力

	略



	智能体

	任务执行总结

	评估模型能否根据子任务的执行结果进行总结分析，完成原始任务目标，正确地按指令输出回复

	略



	智能体

	多轮交互

	评估模型在进行多轮复杂工具调用时的能力，在多轮情况下能否准确理解意图

	略
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大海捞针(Needle In A Haystack)实验评估


大海捞针测试简介

大海捞针测试（灵感来自NeedleInAHaystack [https://github.com/gkamradt/LLMTest_NeedleInAHaystack/blob/main/LLMNeedleHaystackTester.py]）是一种评估方法，它通过在长文本中随机插入关键信息，形成大型语言模型(LLM)的Prompt。该测试旨在检测大型模型是否能从长文本中提取出这些关键信息，从而评估模型处理长文本信息提取的能力，这可以反映LLM对长文本的理解基础能力。



任务介绍

在OpenCompass的NeedleBench框架中，为了全面评估模型在长文本信息提取和推理方面的能力，我们设计了一系列逐渐增加难度的测试方案。


	单一信息检索任务(Single-Needle Retrieval Task, S-RT)：评估LLM在长文本中提取单一关键信息的能力，测试其对广泛叙述中特定细节的精确回忆能力。这对应于原始的大海捞针测试任务设定。


	多信息检索任务(Multi-Needle Retrieval Task, M-RT)：探讨LLM从长文本中检索多个相关信息的能力，模拟实际场景中对综合文档的复杂查询。


	多信息推理任务(Multi-Needle Reasoning Task, M-RS)：通过提取并利用长文本中的多个关键信息来评估LLM的长文本能力，要求模型对各关键信息片段有综合理解。


	祖先追溯挑战(Ancestral Trace Challenge, ATC)：通过设计“亲属关系针”，测试LLM处理真实长文本中多层逻辑挑战的能力。在ATC任务中，通过一系列逻辑推理问题，检验模型对长文本中每个细节的记忆和分析能力，在此任务中，我们去掉了无关文本(Haystack)的设定，而是将所有文本设计为关键信息，LLM必须综合运用长文本中的所有内容和推理才能准确回答问题。





评估步骤


	从这里 [https://github.com/open-compass/opencompass/files/14741330/needlebench.zip]下载数据集。


	将下载的文件放置于opencompass/data/needlebench/目录下。needlebench目录中预期的文件结构如下所示：




opencompass/
├── configs
├── docs
├── data
│   └── needlebench
│       ├── multi_needle_reasoning_en.json
│       ├── multi_needle_reasoning_zh.json
│       ├── names.json
│       ├── needles.jsonl
│       ├── PaulGrahamEssays.jsonl
│       ├── zh_finance.jsonl
│       ├── zh_game.jsonl
│       ├── zh_government.jsonl
│       ├── zh_movie.jsonl
│       ├── zh_tech.jsonl
│       ├── zh_general.jsonl
├── LICENSE
├── opencompass
├── outputs
├── run.py
├── more...







OpenCompass环境配置

conda create --name opencompass python=3.10 pytorch torchvision pytorch-cuda -c nvidia -c pytorch -y
conda activate opencompass
git clone https://github.com/open-compass/opencompass opencompass
cd opencompass
pip install -e .







配置数据集

我们在configs/datasets/needlebench中已经预先配置好了关于常见长度区间(4k, 8k, 32k, 128k, 200k, 1000k)的长文本测试设定，您可以通过在配置文件中定义相关参数，以灵活地创建适合您需求的数据集。



评估示例


使用LMDeploy部署的 InternLM2-7B 模型进行评估

例如，使用LMDeploy部署的 InternLM2-7B 模型进行评估NeedleBench-4K的所有任务，可以在命令行中直接使用以下命令，该命令会调用预定义好的模型、数据集配置文件，而无需额外书写配置文件：


本地评估

如果您在本地评估模型，下面命令会调用机器的所有可用GPU。您可以通过设置 CUDA_VISIBLE_DEVICES 环境变量来限制 OpenCompass 的 GPU 访问。例如，使用 CUDA_VISIBLE_DEVICES=0,1,2,3 python run.py ... 只会向 OpenCompass 暴露前四个 GPU，确保它同时使用的 GPU 数量不超过这四个。

# 本地评估
python run.py --dataset needlebench_4k --models lmdeploy_internlm2_chat_7b  --summarizer needlebench/needlebench_4k_summarizer







在Slurm集群上评估

如果使用 Slurm，可以添加 --slurm -p partition_name -q reserved --max-num-workers 32 --max-partition-size 8000等参数，例如下面：

# Slurm评估
python run.py --dataset needlebench_4k --models lmdeploy_internlm2_chat_7b  --summarizer needlebench/needlebench_4k_summarizer --slurm -p partition_name -q reserved --max-num-workers 32 --max-partition-size 8000







只评估子数据集

如果只想测试原始的大海捞针任务设定，比如可以更换数据集的参数为needlebench_single_4k，这对应于4k长度下的单针版本的大海捞针测试：

python run.py --dataset needlebench_single_4k --models lmdeploy_internlm2_chat_7b  --summarizer needlebench/needlebench_4k_summarizer --slurm -p partition_name -q reserved --max-num-workers 32 --max-partition-size 8000





您也可以进一步选择子数据集，如更换数据集--datasets的参数为needlebench_single_4k/needlebench_zh_datasets，仅仅进行中文版本的单针4K长度下的大海捞针任务测试，其中/后面的参数代表子数据集，您可以在configs/datasets/needlebench/needlebench_4k/needlebench_single_4k.py中找到可选的子数据集变量，如：

python run.py --dataset needlebench_single_4k/needlebench_zh_datasets --models lmdeploy_internlm2_chat_7b  --summarizer needlebench/needlebench_4k_summarizer --slurm -p partition_name -q reserved --max-num-workers 32 --max-partition-size 8000





注意在评估前预先安装LMDeploy [https://github.com/InternLM/lmdeploy]工具

pip install lmdeploy





这个命令将启动评估流程，参数 -p partition_name -q auto 和 --max-num-workers 32 用于指定 Slurm 分区名称和最大工作进程数。




评估其他Huggingface模型

对于其他模型，我们建议额外书写一个运行的配置文件以便对模型的max_seq_len, max_out_len参数进行修改，以便模型可以接收到完整的长文本内容。如我们预先写好的configs/eval_needlebench.py文件。完整内容如下

from mmengine.config import read_base
with read_base():
    from .models.hf_internlm.lmdeploy_internlm2_chat_7b import models as internlm2_chat_7b_200k
    from .models.hf_internlm.hf_internlm2_chat_7b import models as internlm2_chat_7b

    # Evaluate needlebench_4k, adjust the configuration to use 8k, 32k, 128k, 200k, or 1000k if necessary.
    # from .datasets.needlebench.needlebench_4k.needlebench_4k import needlebench_datasets
    # from .summarizers.needlebench import needlebench_4k_summarizer as summarizer

    # only eval original "needle in a haystack test" in needlebench_4k
    from .datasets.needlebench.needlebench_4k.needlebench_single_4k import needlebench_zh_datasets, needlebench_en_datasets
    from .summarizers.needlebench import needlebench_4k_summarizer as summarizer

    # eval Ancestral Tracing Challenge(ATC)
    # from .datasets.needlebench.atc.atc_choice_50 import needlebench_datasets
    # from .summarizers.needlebench import atc_summarizer_50 as summarizer

datasets = sum([v for k, v in locals().items() if ('datasets' in k)], [])

for m in internlm2_chat_7b:
    m['max_seq_len'] = 32768 # 保证InternLM2-7B模型能接收到完整的长文本，其他模型需要根据各自支持的最大序列长度修改。
    m['max_out_len'] = 2000 # 保证在多针召回任务中能接收到模型完整的回答

models = internlm2_chat_7b

work_dir = './outputs/needlebench'





当书写好测试的config文件后，我们可以命令行中通过run.py文件传入对应的config文件路径，例如：

python run.py configs/eval_needlebench.py  --slurm -p partition_name -q reserved --max-num-workers 128 --max-partition-size 8000





注意，此时我们不需传入--dataset, --models, --summarizer 等参数，因为我们已经在config文件中定义了这些配置。你可以自己手动调节--max-partition-size的设定以实现最好的任务分片策略以提高评估效率。




可视化

我们已经在最新的代码中将结果可视化内置到summarizer实现中，您在对应的output文件夹的plots目录下可以看到相应的可视化。而不需要自己手动可视化各个深度和长度下的分数。

如果使用了该方法，请添加引用:

@misc{2023opencompass,
    title={OpenCompass: A Universal Evaluation Platform for Foundation Models},
    author={OpenCompass Contributors},
    howpublished={\url{https://github.com/open-compass/opencompass}},
    year={2023}
}

@misc{LLMTest_NeedleInAHaystack,
  title={LLMTest Needle In A Haystack - Pressure Testing LLMs},
  author={gkamradt},
  year={2023},
  howpublished={\url{https://github.com/gkamradt/LLMTest_NeedleInAHaystack}}
}

@misc{wei2023skywork,
      title={Skywork: A More Open Bilingual Foundation Model},
      author={Tianwen Wei and Liang Zhao and Lichang Zhang and Bo Zhu and Lijie Wang and Haihua Yang and Biye Li and Cheng Cheng and Weiwei Lü and Rui Hu and Chenxia Li and Liu Yang and Xilin Luo and Xuejie Wu and Lunan Liu and Wenjun Cheng and Peng Cheng and Jianhao Zhang and Xiaoyu Zhang and Lei Lin and Xiaokun Wang and Yutuan Ma and Chuanhai Dong and Yanqi Sun and Yifu Chen and Yongyi Peng and Xiaojuan Liang and Shuicheng Yan and Han Fang and Yahui Zhou},
      year={2023},
      eprint={2310.19341},
      archivePrefix={arXiv},
      primaryClass={cs.CL}
}
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实用工具


Prompt Viewer

本工具允许你在不启动完整训练流程的情况下，直接查看生成的 prompt。如果传入的配置仅为数据集配置（如 configs/datasets/nq/nq_gen_3dcea1.py），则展示数据集配置中定义的原始 prompt。若为完整的评测配置（包含模型和数据集），则会展示所选模型运行时实际接收到的 prompt。

运行方式：

python tools/prompt_viewer.py CONFIG_PATH [-n] [-a] [-p PATTERN]






	-n: 不进入交互模式，默认选择第一个 model （如有）和 dataset。


	-a: 查看配置中所有模型和所有数据集组合接收到的 prompt。


	-p PATTERN: 不进入交互模式，选择所有与传入正则表达式匹配的数据集。






Case Analyzer

本工具在已有评测结果的基础上，产出推理错误样本以及带有标注信息的全量样本。

运行方式：

python tools/case_analyzer.py CONFIG_PATH [-w WORK_DIR]






	-w：工作路径，默认为 './outputs/default'。






Lark Bot

用户可以通过配置飞书机器人，实现任务状态的实时监控。飞书机器人的设置文档请参考这里 [https://open.feishu.cn/document/ukTMukTMukTM/ucTM5YjL3ETO24yNxkjN?lang=zh-CN#7a28964d]。

配置方式:


	打开 configs/secrets.py 文件，并在文件中加入以下行：

lark_bot_url = 'YOUR_WEBHOOK_URL'





通常， Webhook URL 格式如 https://open.feishu.cn/open-apis/bot/v2/hook/xxxxxxxxxxxxxxxxx 。



	在完整的评测配置中继承该文件：

  _base_ = [
      'secrets.py',
      ...
  ]





实例可见 configs/eval.py。



	为了避免机器人频繁发消息形成骚扰，默认运行时状态不会自动上报。有需要时，可以通过 -l 或 --lark 启动状态上报：

python run.py configs/eval_demo.py -l











API Model Tester

本工具可以快速测试 API 模型的功能是否正常。

运行方式：

python tools/test_api_model.py [CONFIG_PATH] -n







Prediction Merger

本工具可以合并由于 partitioner 而产生的分片推理结果。

运行方式：

python tools/prediction_merger.py CONFIG_PATH [-w WORK_DIR]






	-w：工作路径，默认为 './outputs/default'。






List Configs

本工具可以列出或搜索所有可用的模型和数据集配置，且支持模糊搜索，便于结合 run.py 使用。

运行方式：

python tools/list_configs.py [PATTERN1] [PATTERN2] [...]





若运行时不加任何参数，则默认列出所有在 configs/models 和 configs/dataset 下的模型配置。

用户同样可以传入任意数量的参数，脚本会列出所有跟传入字符串相关的配置，支持模糊搜索及 * 号匹配。如下面的命令会列出所有跟 mmlu 和 llama 相关的配置：

python tools/list_configs.py mmlu llama





它的输出可以是：

+-----------------+-----------------------------------+
| Model           | Config Path                       |
|-----------------+-----------------------------------|
| hf_llama2_13b   | configs/models/hf_llama2_13b.py   |
| hf_llama2_70b   | configs/models/hf_llama2_70b.py   |
| hf_llama2_7b    | configs/models/hf_llama2_7b.py    |
| hf_llama_13b    | configs/models/hf_llama_13b.py    |
| hf_llama_30b    | configs/models/hf_llama_30b.py    |
| hf_llama_65b    | configs/models/hf_llama_65b.py    |
| hf_llama_7b     | configs/models/hf_llama_7b.py     |
| llama2_13b_chat | configs/models/llama2_13b_chat.py |
| llama2_70b_chat | configs/models/llama2_70b_chat.py |
| llama2_7b_chat  | configs/models/llama2_7b_chat.py  |
+-----------------+-----------------------------------+
+-------------------+---------------------------------------------------+
| Dataset           | Config Path                                       |
|-------------------+---------------------------------------------------|
| cmmlu_gen         | configs/datasets/cmmlu/cmmlu_gen.py               |
| cmmlu_gen_ffe7c0  | configs/datasets/cmmlu/cmmlu_gen_ffe7c0.py        |
| cmmlu_ppl         | configs/datasets/cmmlu/cmmlu_ppl.py               |
| cmmlu_ppl_fd1f2f  | configs/datasets/cmmlu/cmmlu_ppl_fd1f2f.py        |
| mmlu_gen          | configs/datasets/mmlu/mmlu_gen.py                 |
| mmlu_gen_23a9a9   | configs/datasets/mmlu/mmlu_gen_23a9a9.py          |
| mmlu_gen_5d1409   | configs/datasets/mmlu/mmlu_gen_5d1409.py          |
| mmlu_gen_79e572   | configs/datasets/mmlu/mmlu_gen_79e572.py          |
| mmlu_gen_a484b3   | configs/datasets/mmlu/mmlu_gen_a484b3.py          |
| mmlu_ppl          | configs/datasets/mmlu/mmlu_ppl.py                 |
| mmlu_ppl_ac766d   | configs/datasets/mmlu/mmlu_ppl_ac766d.py          |
+-------------------+---------------------------------------------------+







Dataset Suffix Updater

本工具可以快速修改 configs/dataset 目录下的配置文件后缀，使其符合提示词哈希命名规范。

运行方式：

python tools/update_dataset_suffix.py
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为 OpenCompass 做贡献


	为 OpenCompass 做贡献


	什么是拉取请求？


	基本的工作流：


	具体步骤


	1. 获取最新的代码库


	2. 从 main 分支创建一个新的开发分支


	3. 提交你的修改


	4. 推送你的修改到复刻的代码库，并创建一个拉取请求


	5. 讨论并评审你的代码


	6. 拉取请求合并之后删除该分支






	代码风格


	Python






	关于提交数据集








感谢你对于OpenCompass的贡献！我们欢迎各种形式的贡献，包括但不限于以下几点。


	修改错别字或修复bug


	添加文档或将文档翻译成其它语言


	添加新功能和组件





什么是拉取请求？

拉取请求 (Pull Request), GitHub 官方文档 [https://docs.github.com/en/github/collaborating-with-pull-requests/proposing-changes-to-your-work-with-pull-requests/about-pull-requests]定义如下。

拉取请求是一种通知机制。你修改了他人的代码，将你的修改通知原来作者，希望他合并你的修改。







基本的工作流：


	获取最新的代码库


	从最新的 main 分支创建分支进行开发


	提交修改 (不要忘记使用 pre-commit hooks!)


	推送你的修改并创建一个 拉取请求


	讨论、审核代码


	将开发分支合并到 main 分支






具体步骤


1. 获取最新的代码库


	当你第一次提 PR 时

复刻 OpenCompass 原代码库，点击 GitHub 页面右上角的 Fork 按钮即可
[image: avatar]

克隆复刻的代码库到本地

git clone git@github.com:XXX/opencompass.git





添加原代码库为上游代码库

git remote add upstream git@github.com:InternLM/opencompass.git







	从第二个 PR 起

检出本地代码库的主分支，然后从最新的原代码库的主分支拉取更新。

git checkout main
git pull upstream main











2. 从 main 分支创建一个新的开发分支

git checkout main -b branchname







3. 提交你的修改


	如果你是第一次尝试贡献，请在 OpenCompass 的目录下安装并初始化 pre-commit hooks。

pip install -U pre-commit
pre-commit install






小技巧

对于中国地区的用户，由于网络原因，安装 pre-commit hook 可能会失败。可以尝试以下命令切换为国内镜像源：

pre-commit install -c .pre-commit-config-zh-cn.yaml
pre-commit run –all-files -c .pre-commit-config-zh-cn.yaml









	提交修改。在每次提交前，pre-commit hooks 都会被触发并规范化你的代码格式。

# coding
git add [files]
git commit -m 'messages'






备注

有时你的文件可能会在提交时被 pre-commit hooks 自动修改。这时请重新添加并提交修改后的文件。









4. 推送你的修改到复刻的代码库，并创建一个拉取请求


	推送当前分支到远端复刻的代码库

git push origin branchname







	创建一个拉取请求

[image: avatar]



	修改拉取请求信息模板，描述修改原因和修改内容。还可以在 PR 描述中，手动关联到相关的议题 (issue),（更多细节，请参考官方文档 [https://docs.github.com/en/issues/tracking-your-work-with-issues/linking-a-pull-request-to-an-issue]）。


	你同样可以把 PR 关联给相关人员进行评审。






5. 讨论并评审你的代码


	根据评审人员的意见修改代码，并推送修改






6. 拉取请求合并之后删除该分支


	在 PR 合并之后，你就可以删除该分支了。

git branch -d branchname # 删除本地分支
git push origin --delete branchname # 删除远程分支












代码风格


Python

我们采用PEP8 [https://www.python.org/dev/peps/pep-0008/]作为首选的代码风格。

我们使用以下工具进行linting和格式化：


	flake8 [https://github.com/PyCQA/flake8]: 一个围绕一些linter工具的封装器。


	isort [https://github.com/timothycrosley/isort]: 一个用于排序Python导入的实用程序。


	yapf [https://github.com/google/yapf]: 一个Python文件的格式化器。


	codespell [https://github.com/codespell-project/codespell]: 一个Python实用程序，用于修复文本文件中常见的拼写错误。


	mdformat [https://github.com/executablebooks/mdformat]: mdformat是一个有明确定义的Markdown格式化程序，可以用来在Markdown文件中强制执行一致的样式。


	docformatter [https://github.com/myint/docformatter]: 一个格式化docstring的工具。




yapf和isort的样式配置可以在setup.cfg [https://github.com/OpenCompass/blob/main/setup.cfg]中找到。




关于贡献测试数据集


	提交测试数据集


	请在代码中实现自动下载数据集的逻辑；或者在 PR 中提供获取数据集的方法，OpenCompass 的维护者会跟进处理。如果数据集尚未公开，亦请注明。






	提交数据配置文件


	在数据配置同级目录下提供 README，README 中的内容应该包含，但不局限于：


	该数据集的简单说明


	该数据集的官方链接


	该数据集的一些测试样例


	该数据集在相关模型上的评测结果


	该数据集的引用






	(可选) 数据集的 summarizer


	(可选) 如果测试过程无法通过简单拼接数据集和模型配置文件的方式来实现的话，还需要提供进行测试过程的配置文件


	(可选) 如果需要，请在文档相关位置处添加该数据集的说明。这在辅助用户理解该测试方案是非常必要的，可参考 OpenCompass 中该类型的文档：


	循环评测


	代码评测


	污染评估
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Page Not Found


  The page you are looking for cannot be found.



  If you just switched documentation versions, it is likely that the page you were on is moved. You can look for it in
  the content table left, or go to the homepage.
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用大模型做为JudgeLLM进行客观评测


介绍

通常的客观评测虽有标准答案作为参考，但是在实际应用中，模型预测结果可能因为模型指令遵循能力不同或后处理函数的不完善而产生差异，导致无法抽取到正确的答案并与标准答案进行对比。因此客观评测的结果可能并不完全准确。为了解决这一问题，我们参照主观评测，在预测完成后引入了JudgeLLM作为评价模型，以评估模型回答和标准答案的一致性。（LLM-as-a-Judge [https://arxiv.org/abs/2306.05685]）。

目前opencompass仓库里支持的所有模型都可以直接作为JudgeLLM进行调用，此外一些专用的JudgeLLM我们也在计划支持中。



目前已支持的用JudgeLLM进行直接评测的客观评测数据集


	MATH（https://github.com/hendrycks/math）






自定义JudgeLLM客观数据集评测

目前的OpenCompass支持大部分采用GenInferencer的数据集进行推理。自定义JudgeLLM客观评测的具体流程包括:


	构建评测配置，使用API模型或者开源模型进行问题答案的推理


	使用选定的评价模型(JudgeLLM)对模型输出进行评估





第一步：构建评测配置，以MATH为例

下面是对MATH数据集进行JudgeLLM评测的Config，评测模型为Llama3-8b-instruct，JudgeLLM为Llama3-70b-instruct。更详细的config setting请参考 configs/eval_math_llm_judge.py，下面我们提供了部分简略版的注释，方便用户理解配置文件的含义。

# Most of the code in this file is copied from https://github.com/openai/simple-evals/blob/main/math_eval.py
from mmengine.config import read_base
with read_base():
    from .models.hf_llama.hf_llama3_8b_instruct import models as hf_llama3_8b_instruct_model # noqa: F401, F403
    from .models.hf_llama.hf_llama3_70b_instruct import models as hf_llama3_70b_instruct_model  # noqa: F401, F403
    from .datasets.math.math_llm_judge import math_datasets  # noqa: F401, F403
from opencompass.datasets import math_judement_preprocess
from opencompass.partitioners import NaivePartitioner, SizePartitioner
from opencompass.partitioners.sub_naive import SubjectiveNaivePartitioner
from opencompass.partitioners.sub_size import SubjectiveSizePartitioner
from opencompass.runners import LocalRunner
from opencompass.runners import SlurmSequentialRunner
from opencompass.tasks import OpenICLInferTask
from opencompass.tasks.subjective_eval import SubjectiveEvalTask
from opencompass.summarizers import AllObjSummarizer
from opencompass.openicl.icl_evaluator import LMEvaluator
from opencompass.openicl.icl_prompt_template import PromptTemplate


# ------------- Prompt设置 ----------------------------------------
# 评测模板，请根据需要修改模板，JudgeLLM默认采用[Yes]或[No]作为回答，在MATH数据集中，评测模板如下
eng_obj_prompt = """
Look at the following two expressions (answers to a math problem) and judge whether they are equivalent. Only perform trivial simplifications

Examples:

    Expression 1: $2x+3$
    Expression 2: $3+2x$

[Yes]

    Expression 1: 3/2
    Expression 2: 1.5

[Yes]

    Expression 1: $x^2+2x+1$
    Expression 2: $y^2+2y+1$

[No]

    Expression 1: $x^2+2x+1$
    Expression 2: $(x+1)^2$

[Yes]

    Expression 1: 3245/5
    Expression 2: 649

[No]
(these are actually equal, don't mark them equivalent if you need to do nontrivial simplifications)

    Expression 1: 2/(-3)
    Expression 2: -2/3

[Yes]
(trivial simplifications are allowed)

    Expression 1: 72 degrees
    Expression 2: 72

[Yes]
(give benefit of the doubt to units)

    Expression 1: 64
    Expression 2: 64 square feet

[Yes]
(give benefit of the doubt to units)

    Expression 1: 64
    Expression 2:

[No]
(only mark as equivalent if both expressions are nonempty)

---

YOUR TASK


Respond with only "[Yes]" or "[No]" (without quotes). Do not include a rationale.
    Expression 1: {obj_gold}
    Expression 2: {prediction}

"""

# -------------推理阶段 ----------------------------------------
# 需要评测的模型
models = [*hf_llama3_8b_instruct_model]
# 评价模型
judge_models = hf_llama3_70b_instruct_model

eng_datasets = [*math_datasets]
chn_datasets = []
datasets = eng_datasets + chn_datasets


for d in eng_datasets:
    d['eval_cfg']= dict(
        evaluator=dict(
            type=LMEvaluator,
            # 如果你需要在判断之前预处理模型预测，
            # 你可以在这里指定pred_postprocessor函数
            pred_postprocessor=dict(type=math_judement_preprocess),
            prompt_template=dict(
                type=PromptTemplate,
                template=dict(round=[
                    dict(
                        role='HUMAN',
                        prompt = eng_obj_prompt
                    ),
                ]),
            ),
        ),
        pred_role="BOT",
    )

infer = dict(
    partitioner=dict(type=SizePartitioner, max_task_size=40000),
    runner=dict(
        type=LocalRunner,
        max_num_workers=256,
        task=dict(type=OpenICLInferTask)),
)

# ------------- 评测配置 --------------------------------
eval = dict(
    partitioner=dict(
        type=SubjectiveSizePartitioner, max_task_size=80000, mode='singlescore', models=models, judge_models=judge_models,
    ),
    runner=dict(type=LocalRunner,
        max_num_workers=16, task=dict(type=SubjectiveEvalTask)),
)

summarizer = dict(
    type=AllObjSummarizer
)

# 输出文件夹
work_dir = 'outputs/obj_all/'







第二步 启动评测并输出评测结果

python run.py eval_math_llm_judge.py





此时会进行两轮评测，第一轮是模型推理得到问题的预测答案，第二轮是JudgeLLM评测预测答案和标准答案的一致性，并打分。


	模型预测的结果会保存在 output/.../timestamp/predictions/xxmodel/xxx.json


	JudgeLLM的评测回复会保存在 output/.../timestamp/results/xxmodel/xxx.json


	评测报告则会输出到 output/.../timestamp/summary/timestamp/xxx.csv







评测结果

采用Llama3-8b-instruct作为评价模型，Llama3-70b-instruct作为评价器，对MATH数据集进行评价，结果如下：



	Model

	JudgeLLM Evaluation

	Naive Evaluation





	llama-3-8b-instruct

	27.7

	27.8
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新闻


	[2024.01.17] 我们支持了 InternLM2 [https://github.com/open-compass/opencompass/blob/main/configs/eval_internlm2_chat_keyset.py] 和 InternLM2-Chat [https://github.com/open-compass/opencompass/blob/main/configs/eval_internlm2_chat_keyset.py] 的相关评测，InternLM2 在这些测试中表现出非常强劲的性能，欢迎试用！.


	[2024.01.17] 我们支持了多根针版本的大海捞针测试，更多信息见这里 [https://opencompass.readthedocs.io/zh-cn/latest/advanced_guides/needleinahaystack_eval.html#id8].


	[2023.12.28] 我们支持了对使用LLaMA2-Accessory [https://github.com/Alpha-VLLM/LLaMA2-Accessory]（一款强大的LLM开发工具箱）开发的所有模型的无缝评估!


	[2023.12.22] 我们开源了T-Eval [https://github.com/open-compass/T-Eval]用于评测大语言模型工具调用能力。欢迎访问T-Eval的官方Leaderboard [https://open-compass.github.io/T-Eval/leaderboard.html]获取更多信息!


	[2023.12.10] 我们开源了多模评测框架 VLMEvalKit [https://github.com/open-compass/VLMEvalKit]，目前已支持 20+ 个多模态大模型与包括 MMBench 系列在内的 7 个多模态评测集.


	[2023.12.10] 我们已经支持了Mistral AI的MoE模型 Mixtral-8x7B-32K。欢迎查阅MixtralKit [https://github.com/open-compass/MixtralKit]以获取更多关于推理和评测的详细信息.


	[2023.11.22] 我们已经支持了多个于API的模型，包括百度、字节跳动、华为、360。欢迎查阅模型 [https://opencompass.readthedocs.io/en/latest/user_guides/models.html]部分以获取更多详细信息。


	[2023.11.20] 感谢helloyongyang [https://github.com/helloyongyang]支持使用LightLLM [https://github.com/ModelTC/lightllm]作为后端进行评估。欢迎查阅使用LightLLM进行评估 [https://opencompass.readthedocs.io/en/latest/advanced_guides/evaluation_lightllm.html]以获取更多详细信息。


	[2023.11.13] 我们很高兴地宣布发布 OpenCompass v0.1.8 版本。此版本支持本地加载评估基准，从而无需连接互联网。请注意，随着此更新的发布，您需要重新下载所有评估数据集，以确保结果准确且最新。


	[2023.11.06] 我们已经支持了多个基于 API 的模型，包括ChatGLM Pro@智谱清言、ABAB-Chat@MiniMax 和讯飞。欢迎查看 模型 [https://opencompass.readthedocs.io/en/latest/user_guides/models.html] 部分以获取更多详细信息。


	[2023.10.24] 我们发布了一个全新的评测集，BotChat，用于评估大语言模型的多轮对话能力，欢迎查看 BotChat [https://github.com/open-compass/BotChat] 获取更多信息.


	[2023.09.26] 我们在评测榜单上更新了Qwen [https://github.com/QwenLM/Qwen], 这是目前表现最好的开源模型之一, 欢迎访问官方网站 [https://opencompass.org.cn]获取详情.


	[2023.09.20] 我们在评测榜单上更新了InternLM-20B [https://github.com/InternLM/InternLM], 欢迎访问官方网站 [https://opencompass.org.cn]获取详情.


	[2023.09.19] 我们在评测榜单上更新了WeMix-LLaMA2-70B/Phi-1.5-1.3B, 欢迎访问官方网站 [https://opencompass.org.cn]获取详情.


	[2023.09.18] 我们发布了长文本评测指引.


	[2023.09.08] 我们在评测榜单上更新了Baichuan-2/Tigerbot-2/Vicuna-v1.5, 欢迎访问官方网站 [https://opencompass.org.cn]获取详情。


	[2023.09.06] 欢迎 Baichuan2 [https://github.com/baichuan-inc/Baichuan2] 团队采用OpenCompass对模型进行系统评估。我们非常感谢社区在提升LLM评估的透明度和可复现性上所做的努力。


	[2023.09.02] 我们加入了Qwen-VL [https://github.com/QwenLM/Qwen-VL]的评测支持。


	[2023.08.25] 欢迎 TigerBot [https://github.com/TigerResearch/TigerBot] 团队采用OpenCompass对模型进行系统评估。我们非常感谢社区在提升LLM评估的透明度和可复现性上所做的努力。


	[2023.08.21] Lagent [https://github.com/InternLM/lagent] 正式发布，它是一个轻量级、开源的基于大语言模型的智能体（agent）框架。我们正与Lagent团队紧密合作，推进支持基于Lagent的大模型工具能力评测 !


	[2023.08.18] OpenCompass现已支持多模态评测，支持10+多模态评测数据集，包括 MMBench, SEED-Bench, COCO-Caption, Flickr-30K, OCR-VQA, ScienceQA 等. 多模态评测榜单即将上线，敬请期待!


	[2023.08.18] 数据集页面 [https://opencompass.org.cn/dataset-detail/MMLU] 现已在OpenCompass官网上线，欢迎更多社区评测数据集加入OpenCompass !


	[2023.08.11] 官网榜单上新增了模型对比 [https://opencompass.org.cn/model-compare/GPT-4,ChatGPT,LLaMA-2-70B,LLaMA-65B]功能，希望该功能可以协助提供更多发现！


	[2023.08.11] 新增了 LEval [https://github.com/OpenLMLab/LEval] 评测支持.


	[2023.08.10] OpenCompass 现已适配 LMDeploy [https://github.com/InternLM/lmdeploy]. 请参考 评测指南 [https://opencompass.readthedocs.io/zh_CN/latest/advanced_guides/evaluation_turbomind.html] 对 Turbomind 加速后的模型进行评估.


	[2023.08.10]  Qwen-7B [https://github.com/QwenLM/Qwen-7B] 和 XVERSE-13B [https://github.com/xverse-ai/XVERSE-13B]的评测结果已更新在 OpenCompass 大语言模型评测榜单 [https://opencompass.org.cn/leaderboard-llm]!


	[2023.08.09] 更新更多评测数据集(CMMLU, TydiQA, SQuAD2.0, DROP) ，请登录 大语言模型评测榜单 [https://opencompass.org.cn/leaderboard-llm] 查看更多结果! 欢迎添加你的评测数据集到OpenCompass.


	[2023.08.07] 新增了 MMBench 评测脚本 以支持用户自行获取 MMBench [https://opencompass.org.cn/MMBench]-dev 的测试结果.


	[2023.08.05] GPT-4 [https://openai.com/gpt-4] 的评测结果已更新在 OpenCompass 大语言模型评测榜单 [https://opencompass.org.cn/leaderboard-llm]!


	[2023.07.27] 新增了 CMMLU [https://github.com/haonan-li/CMMLU]! 欢迎更多的数据集加入 OpenCompass.







            

          

      

      

    

  
_images/e896bbf7529ab47fe8e9759d18d8120fd201dd98.png
( Prompt Template Final Prompt (without Meta Template)

Dataset

3' | Discriminative Evaluation Generative Evaluation
ice_template=dict ( i

round=[

dict(role="HUMAN', prompt='{Question}'),

dict(role='BOT', prompt='{Answer}'), —_— Solve math questions: | Solve math questions:
) | L2 o2

: o ; : | 3+9=? b =?
Train 1+1=? 2 . prompt_template=dict( I : 12 | | ?;9
— begin=[ j i 5+6-2 | ; 54622
Train 349=? 12 | dict(role='SYSTEM', fallback_role='HUMAN', prompt=‘Solve math questions:'), | | "
§ ; "</E>", ;
I il I H
Test 5+6=? 11 round=[

dict(role="HUMAN', prompt='{Question}'),
dict(role="BOT', prompt='{Answer}'),

ice_token='</E>",

)
Final Prompt (with Meta Template, Discriminative Evaluation)
! Meta instruction: You are now a helpful and harmless AI assistant.
| <SYSTEM>: Solve math questions:<eosys>
Meta Template | <HUMAN>: 1+1=?<eoh>
| <BOT>: 2<eob>
<HUMAN>: 3+9=?<eoh>
""""""""""""""""""""""""""""""""""""""""""""""""""""""""""""""""""""""""" <BOT>: 12<eob>
; i <HUMAN>: 5+6=?<eoh>
meta_template = dict( | | <BOT>: 11<eob>
begig:'[‘Meta instruction: You are now a helpful and harmless AI assistant.\n", | ! end of conversion
rounda=
dict(role="HUMAN', begin='<HUMAN>: ', end='<eoh>\n"),
dict(role="BOT', begin='<BOT>: ', end='<eob>\n', generate=True),
L |
reserved_roles=[dict(role='SYSTEM', begin='<SYSTEM>: ', end='<eosys>\n'),], ; Final Prompt (with Meta Template, Generative Evaluation)
end="end of conversion", |
)

Meta instruction: You are now a helpful and harmless AI assistant.
<SYSTEM>: Solve math questions:<eosys>

<HUMAN>: 1+1=?<eoh>

<BOT>: 2<eob>

<HUMAN>: 3+9=?<eoh>

<BOT>: 12<eob>

<HUMAN>: 5+6=7<eoh>

<BOT>:






_images/fa3de3d689554d7519c53db2d0fe837ea2b5e545.png
ﬁ opencompass  Public <% Edit Pins + ®Watch 8 ~ Y Fork 44 - v Starred 456

About
P fix_docs had recent pushes 1 minute ago Compare & pull re:

OpenCompass is an LLM evaluation

platform, supporting a wide range of
¥ main - P 1branch ©2tags Coloficl) Waddidey models (LLaMA, LLaMa2, ChatGLM2,






_static/file.png





_images/6d59dcfcb9952eee68811585a9ebc193c0132bcf.png
Majonty vote

(a) Input-Output  (c) Chain of Thought  (c) Self Consistency
Prompting (10) Prompting (CoT) with CoT (CoT-SC)

(d) Tree of Thoughts (ToT)





_images/798edc7da530360d8cd0292d5e686e5d9850b21d.png
Dataset
Train 1+1=? 2
Train 3+9=? 12
Test 5+6=? 11

Prompt Template Final Prompt (without Meta Template)

Discriminative Evaluation Generative Evaluation
ice_template=dict(
round=[
dict(role="HUMAN', prompt='{Question}'),

dict(role='BOT', prompt='{Answer}'), | 1 Solve math questions: Solve math questions:
] ; ; 1+1=? Po1+1=?
) | P2 P2
X : | 3+9=7 | i 349=7
prompt_template=dict( 12 | | 12
begin=[ ) ) ) ) , ) ) | I 5+6-2 [ 5i6e2
dict(role='SYSTEM', fallback_role="HUMAN', prompt='Solve math questions:'), | | " | | :
‘</E>", | | ! :
I,
round=[ e T

dict(role="HUMAN', prompt='{Question}'),
dict(role="BOT', prompt='{Answer}'),

ice_token='</E>",

Final Prompt (with Meta Template, Discriminative Evaluation)

PromptList([

{'role': 'SYSTEM’, 'prompt': 'Solve math questions:'},
{'role': "HUMAN’, 'prompt "1+1=2"},
{'role': 'BOT’, 'prompt': '2"},

{'role': '"HUMAN’, 'prompt': '3+9=7"}
{'role': 'BOT’', 'prompt’': “12'},
{'role': '"HUMAN’, 'prompt': ‘5+6=7"}

Meta Template

{'role': 'BOT’, 'prompt’: “11’},

meta_template=dict(
round=[
dict(role="HUMAN', api_role="HUMAN'),
dict(role="BOT', api_role='BOT', generate=True)

Final Prompt (with Meta Template, Generative Evaluation)

1,
reserved_roles=[

dict(role="SYSTEM', api_role='SYSTEM'),
I,

PromptList([

{'role': 'SYSTEM', 'prompt': 'Solve math questions:’},
{'role': "HUMAN’, 'prompt' 1+1=2"},

{'role': 'BOT’, 'prompt': '2"},

{'role': "HUMAN’, 'prompt': '3+9=7"}

{'role': 'BOT’', 'prompt’': “12'},

{'role': "HUMAN’, 'prompt': ‘5+6=27"},
)






_images/33ee7d1d06549914973756847569c750be0686bd.png
Configure — Inference — Evaluation — Visualization

Models ‘ Task” Partitioning & Parallelization } - Diverse Output

. HuggingFace 1 i
| Parallel Execution 3 Terminal
@ AP | (Local / Slurm / DLC ---) | =
X Custom i i CcSsv
B | Task |
Datasets Partitioner ! TXT
D ZA D 3 | ° Lark





_images/5c3b0cea8e3a08b19e2ef282b9bfd432ae8aa656.png
v Starred 455

© opencompass  Public R EditPins v | OWatch 8 +





_images/b9ea1fe7a5033b38c7d67e543d527f32c7fd6fd4.png
=75
£
265
60
355
£s0

MultiArith

51
a8
as
a2
39
36

33
0 5 10 15 20 25 30 35 40

#Sampled Reasoning Paths

SVAMP

0 5 10 15 20 25 30 35 40
#Sampled Reasoning Paths

3
50
s8
s6

Commonsense QA

0 5 10 15 20 25 30 35 40
#Sampled Reasoning Paths

60
58
56

52
50

ARC (Challenge)

0

—&— Greedy Decode (Single-path)
—F- Self Consistency (Multi-path)

5 10 15 20 25 30 35 40
#Sampled Reasoning Paths





_static/minus.png





nav.xhtml

    
      Table of Contents


      
        		
          欢迎来到 OpenCompass 中文教程！
        


        		
          安装
        


        		
          数据集准备
        


        		
          快速开始
          
            		
              概览
            


            		
              配置评估任务
            


            		
              启动评估
            


            		
              可视化评估结果
            


            		
              更多教程
            


          


        


        		
          常见问题
          
            		
              通用
              
                		
                  ppl 和 gen 有什么区别和联系？
                


                		
                  OpenCompass 如何控制 few shot 评测的 shot 数目？
                


                		
                  OpenCompass 如何分配 GPU？
                


                		
                  为什么 HuggingFace 模型使用 GPU 的行为和我的预期不符？
                


                		
                  我如何控制 OpenCompass 占用的 GPU 数量？
                


                		
                  找不到 libGL.so.1
                


              


            


            		
              网络
              
                		
                  运行报错：('Connection aborted.', ConnectionResetError(104, 'Connection reset by peer')) 或 urllib3.exceptions.MaxRetryError: HTTPSConnectionPool(host='cdn-lfs.huggingface.co', port=443)
                


                		
                  我的服务器无法连接到互联网，我如何使用 OpenCompass？
                


                		
                  在评估阶段报错 FileNotFoundError: Couldn't find a module script at opencompass/accuracy.py. Module 'accuracy' doesn't exist on the Hugging Face Hub either.
                


              


            


            		
              效率
              
                		
                  为什么 OpenCompass 将每个评估请求分割成任务？
                


                		
                  任务分区是如何工作的？
                


                		
                  为什么在 OpenCompass 上评估 LLM 模型需要更多时间？
                


              


            


            		
              模型
              
                		
                  如何使用本地已下好的 Huggingface 模型?
                


              


            


          


        


        		
          整体概括
          
            		
              评测对象
            


            		
              工具架构
            


            		
              能力维度
              
                		
                  设计思路
                


                		
                  通用能力
                


              


            


            		
              评测方法
              
                		
                  客观评测
                


                		
                  主观评测(即将发布)
                


              


            


          


        


        		
          学习配置文件
          
            		
              基本格式
            


            		
              继承机制
            


            		
              评测配置文件示例
            


            		
              数据集配置文件示例
            


            		
              进阶评测配置
            


          


        


        		
          配置数据集
          
            		
              数据集配置文件目录结构
            


            		
              数据集选择
            


          


        


        		
          准备模型
          
            		
              基于 HuggingFace 的模型
            


            		
              基于 API 的模型
            


            		
              自定义模型
            


          


        


        		
          高效评测
          
            		
              任务划分 (Partitioner)
              
                		
                  NaivePartitioner
                


                		
                  SizePartitioner
                


              


            


            		
              运行后端 (Runner)
              
                		
                  LocalRunner
                


                		
                  SlurmRunner
                


                		
                  DLCRunner
                


              


            


            		
              任务 (Task)
            


          


        


        		
          任务运行和监控
          
            		
              评测任务发起
            


            		
              任务监控：飞书机器人
            


            		
              运行结果
            


            		
              Summerizer介绍 （待更新）
            


          


        


        		
          评估指标
          
            		
              已支持评估指标
            


            		
              如何配置
            


          


        


        		
          结果展示
          
            		
              样例
            


            		
              完整字段说明
            


          


        


        		
          主要数据集性能
        


        		
          Prompt 概括
        


        		
          Prompt 模板
          
            		
              背景
            


            		
              字符串式 prompt
            


            		
              对话式 prompt
            


            		
              Prompt 模板 与 inferencer
            


            		
              ice_template 与 prompt_template
              
                		
                  省略式使用方法
                


              


            


            		
              使用建议
            


          


        


        		
          Meta Template
          
            		
              背景
            


            		
              应用在语言模型上
              
                		
                  全量字段介绍
                


              


            


            		
              应用在 API 模型上
              
                		
                  原理
                


              


            


            		
              调试
            


          


        


        		
          Chain of Thought
          
            		
              背景
            


            		
              1. 零样本思维链
            


            		
              2. 小样本思维链
            


            		
              3. Self-Consistency
            


            		
              4. Tree-of-Thoughts
            


          


        


        		
          支持新数据集
        


        		
          自定义数据集
          
            		
              数据集格式
              
                		
                  选择题 (mcq)
                


                		
                  问答题 (qa)
                


              


            


            		
              命令行列表
            


            		
              配置文件
            


            		
              数据集补充信息 .meta.json
            


          


        


        		
          支持新模型
          
            		
              新增API模型
            


            		
              新增第三方模型
            


          


        


        		
          评测 LMDeploy 模型
          
            		
              环境配置
              
                		
                  安装 OpenCompass
                


                		
                  安装 LMDeploy
                


              


            


            		
              评测
            


          


        


        		
          评测 Lightllm 模型
          
            		
              环境配置
              
                		
                  安装 OpenCompass
                


                		
                  安装 Lightllm
                


              


            


            		
              评测
              
                		
                  第一步: 将模型通过 Lightllm 在本地以服务的形式起起来
                


                		
                  第二步: 使用 OpenCompass 评测上述模型
                


              


            


          


        


        		
          代码评测教程
          
            		
              pass@1
            


            		
              pass@k
              
                		
                  通常情况
                


                		
                  模型不支持多回复
                


              


            


          


        


        		
          代码评测Docker教程
          
            		
              启动代码评测服务
            


            		
              本地代码评测
              
                		
                  配置文件
                


                		
                  任务启动
                


              


            


            		
              异地代码评测
              
                		
                  收集推理结果（仅针对Humanevalx）
                


                		
                  代码评测
                


              


            


            		
              进阶教程
              
                		
                  支持新数据集
                


                		
                  修改后处理
                


                		
                  代码评测服务 Debug
                


              


            


          


        


        		
          提示词攻击
          
            		
              环境安装
            


            		
              如何攻击
              
                		
                  增加数据集配置文件
                


                		
                  Add a eval config
                


                		
                  运行试验
                


              


            


          


        


        		
          长文本评测指引
          
            		
              介绍
            


            		
              现有算法及模型
              
                		
                  RoPE
                


                		
                  ALiBi
                


                		
                  位置插值（PI）
                


                		
                  XGen-7B-8k
                


                		
                  Vicuna-7b-v1.5-16k
                


                		
                  LongChat-7b-v1.5-32k
                


                		
                  ChatGLM2-6B-32k
                


              


            


            		
              L-Eval
            


            		
              LongBench
            


            		
              评测方法
            


            		
              长文本能力榜单
            


          


        


        		
          主观评测指引
          
            		
              介绍
            


            		
              目前已支持的主观评测数据集
            


            		
              自定义主观数据集评测
              
                		
                  第一步：数据准备
                


                		
                  第二步：构建评测配置（对战模式）
                


                		
                  第二步：构建评测配置（打分模式）
                


                		
                  第三步 启动评测并输出评测结果
                


              


            


            		
              主观多轮对话评测
            


            		
              实战：AlignBench 主观评测
              
                		
                  数据集准备
                


                		
                  配置文件
                


                		
                  启动评测
                


                		
                  提交官方评测（Optional）
                


              


            


          


        


        		
          循环评测
          
            		
              背景
            


            		
              新增自己的循环评测数据集
            


          


        


        		
          数据污染评估
          
            		
              基于自建同分布数据的污染数据标注
            


            		
              基于经典预训练集的污染数据标注
            


          


        


        		
          CompassBench 介绍
        


        		
          大海捞针(Needle In A Haystack)实验评估
          
            		
              大海捞针测试简介
            


            		
              任务介绍
              
                		
                  评估步骤
                


                		
                  OpenCompass环境配置
                


    